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1. fejezet

Bevezetés

A képi adatbázisokban tárolt képek mennyisége rohamosan növekszik els̋osorban az internet,

illetve a digitális képrögzít̋o eszközök széleskörű elterjedése folytán.

Képi adatbázisok felépülhetnek egyes szakterületek képeiből (pl. orvosi képek, műalkotá-

sok, csillagászati felvételek), vagy akár a képek tág halmazából, ami lehet az interneten fellel-

het̋o képek egy részhalmaza is.

A kutatókat régóta foglalkoztatja a valamilyen szempontból hasonló képek keresése egy

adatbázisban. A keresésnél lényeges különbséget jelent, hogy az adatbázist milyen módon in-

dexelték. Egyes adatbázisokban a képekhez szöveges indexeket, jellemz̋o szöveges leírókat

adnak, majd ezek alapján történik a keresés (pl. a Google képkeres̋oje). A szövegesen indexelt

adatbázisok esetén nagy mennyiségű munkát jelent az indexek elkészítése, illetve új tulajdon-

ság bevezetése esetén az adatbázis újraindexelése. Manuális indexelés esetén a hibák előfordu-

lása is jelent̋os számú lehet.

A másik indexelési módszer a tartalom szerinti indexelés, ahol a számítógép nyer ki in-

formációkat a kép pixeleiben tárolt információból valamilyen algoritmus alapján. Gyakran

használt indexek a kép színjellemzői (pl. színmomentumok, színhisztogramak, szín koheren-

cia vektor, stb.), mintázata (pl. statisztikai leírók, co-occurence mátrix, stb.), a képen található

objektumok száma, elhelyezkedése, alakja. Az indexek soratermészetesen jelentősen b̋ovíthe-

tő. Az indexek el̋oállítása jelent̋os időt igényel, viszont ez jóval kevesebb a szöveges indexek

begépelésénél, illetve új index meghatározása is gyorsabban megvalósítható. Tartalom szerint

indexelt adatbázisban a keresés a számítógép által előállított indexek alapján történik valami-

lyen távolság-, vagy hasonlósági mérték használatával.

Értekezésem témája tartalom alapú keresés képi adatbázisokban, valamint ehhez kapcsoló-

dó képfeldolgozási módszerek áttekintése.
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Az 2. fejezetben ismertetem a tartalom alapú keresés alapfeladatát, illetve áttekintést nyúj-

tok a gyakran használt megközelítésekről, a megvalósított rendszerekről.

A tartalom alapú keresésnél is használt képfeldolgozási algoritmusok általában paraméte-

rektől függnek. Ezeket a paramétereket előre meg kell határozni, amely sokféle képi adatbá-

zisban való keresésnél rontja a keresés hatékonyságát, mivel a paraméterek általában függnek

a képek fajtájától. Az összefüggő homogén régiók előállításánál, illetve él keresésnél használ-

ható algoritmusok automatikus paraméterezésére új eljárást dolgoztam ki [20, 97, 98, 99, 95],

melyet a 3. fejezetben ismertetek részletesen.

A HOSVD alapú technikák a képfeldolgozásban hatékonyan használhatók különös tekintet-

tel a felbontás növelésére, szűrésekre és képtömörítésre. Megvizsgálom, hogy egy többváltozós

függvény approximáció esetében a HOSVD, illetve a Fourier transzformációra épülő eljárás

esetén a megtartott komponensek száma milyen módon befolyásolja az approximáció hibáját.

A komponensek HOSVD esetén specifikusan meghatározott ortonormált függvények, melyek

függnek az approximálandó többváltozós függvénytől. Ezzel szemben a Fourier transzformá-

ciónál közismert, hogy a komponensek trigonometrikus függvények. E jellegbeli különbség-

nek köszönhetően érhet̋o el ugyanaz az eredmény kevesebb komponens szám alkalmazásával

HOSVD esetén. Az eredmények ismeretében megállapítható, hogy a Fourier transzformáció

esetében alkalmazott komponensek nagy mértékű elhagyásakoncentrikus íveket eredményez a

képen. HOSVD használata esetén viszont a kép élessége nem változik nagy mértékben, csak

az egyes tartományok közötti összefüggőség mértéke csökken. [88]

A disszertáció 4. fejezetében áttekintést nyújtok a HOSVD alapú eljárások használhatósá-

gáról képi adatbázisok indexelése esetén.

A 5. fejezetben bemutatom az indexek összehasonlítására gyakran használt távolsági- és ha-

sonlósági mértékeket [91], elemzem ezek alkalmazhatóságát a képi információk függvényében.

Egyes távolságmértékek továbbfejlesztését is bemutatom,melyek alkalmazhatóságát tesztek

igazolják.

Kifejlesztettem egy olyan rendszert [115], mely skiccek alapján keres hasonló alakú ob-

jektumokat képi adatbázisban. A rendszer más hasonló rendszerek módszereit is felhasználja,

de ezeket továbbfejlesztettem és az elvégzett kísérletek alapján kijelenthet̋o, hogy hatékonyabb

keresést sikerült megvalósítani módosított algoritmusommal, mint más hasonló rendszereknél.

A rendszert részletesen az értekezés 6. fejezetében mutatom be.

Az értekezés 7. fejezetében összefoglalom az elért új tudományos eredményeimet.
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2. fejezet

Tartalom alapú keresés áttekintése

Az internet használatának gyors növekedésével, valamint adigitalizálás és tároló eszközök

árának csökkenésével egyre népszerűbbé vált szövegek, képek, grafikák, hanganyagok digitális

formában való készítése és tárolása. Ez növelte annak igényét is, hogy az eltárolt tartalmak

között hatékony keresést lehessen végrehajtani. Ennek az általános problémának egy része a

képi anyagok tárolásának és közöttük való keresésnek a megvalósítása.

Képi adatbázisokban történő keresésre alapvetően két különböz̋o módszert haszálnak: a

szöveg alapú, illetve a tartalom alapú megközelítést. A szövegesen indexelt rendszerek fejlesz-

tése már az 1970-es években megkezdődött. Ezekben a rendszerekben a képekhez manuálisan

rendelnek hozzá szöveges leírókat, amelyek ezt követően az adatbázisban történő keresés alap-

jául szolgálnak. Ennek a módszernek két hátránya van. Az első, hogy jelent̋os mértékű emberi

munkát kíván a szöveges indexelés megvalósítása. A másodikpedig, hogy a szöveges indexek

pontossága az emberi érzékelés szubjektivitásától függ [23, 100]. A képek közötti keresések

egyik fontos feladata, hogy a képek tartalma alapján szemantikai jellemz̋oket nyerjünk ki, me-

lyek alapján a felhasználó igényeihez illeszkedő találatokat kapunk egy keresés során. A szö-

veges alapú keresés hátrányainak kiküszöbölése érdekébenindult el az 1980-as évek elején a

tartalom alapú kereső rendszerek (CBIR - Content-based Image Retrieval) rohamos, máig is

tartó fejlődése [14, 102, 60, 48].

A tartalom alapú keres̋o rendszerekben viszont a képeket saját vizuális tartalmukalapján

indexelik. A leggyakrabban figyelembe vett jellemzők a szín, a textúra, illetve az alak.

A tartalom alapú képkereséssel kapcsolatban első meghatározó cikket Chang és Liu publi-

kálta 1984-ben [13], amelyben a szerzők bemutattak egy kép indexelési és absztrakciós eljárást

képeslap adatbázisban való keresésre.

Az évek során számos tartalom alapú kereső rendszert fejlesztettek ki. A legjelentősebb és

7



legismertebb rendszerek ezek közül :

– IBM QBIC [27]

– MIT Photobook [78]

– Berkeley Chabot [74]

– Blobworld [9]

– Virage [37]

– Columbia VisualSEEK and WebSEEK [103]

– PicHunter [19]

– UCSB NeTra [65]

– UIUC MARS [67]

– PicToSeek [34]

– Stanford WBIIS [127]

– SIMPLIcity [126]

További rendszerek részletes bemutatása és összehasonlító elemzése megtalálható a [124,

87] cikkekben. A rendszerek részletes elemzése nem része a disszertációmnak.

Az alapvet̋o különbség a tartalom alapú és a szöveges visszakereső rendszerek között az,

hogy az utóbbinak elhagyhatatlan része az emberi beavatkozás szükségessége. Az emberek vi-

szont hajlamosak arra, hogy magas szintű jellemzőket, például fogalmakat használjanak kulcs-

szóként, szöveges leíróként. Ezzel szemben a számítógép által automatikusan előállított jellem-

zők a gépi látás és képfeldolgozás területén alkalmazott eljárások használatával állítanak elő fő-

ként alacsony szintű jellemzőket. Ilyen alacsony szintű jellemzőnek tekinthetjük a színt, textú-

rát, alakot, térbeli elhelyezkedést, stb. Általában viszont nincs közvetlen kapcsolat az alacsony-

és magas szintű jellemzők között [100]. Bár számos kifinomult algoritmust fejlesztettek már

ki a szín, alak és textúra jellemzők leírására, ezek az eljárások nem képesek pontosan model-

lezni a képeken található szemantikai információkat, és így számos korlátja van annak, hogy

olyan tartalom alapú kereső rendszer jöjjön létre, amely a felhasználók igényeit teljes mér-

tékben ki tudja elégíteni széles spektrumú képi adatbázisokban történ̋o keresés esetén [70].

A CBIR-rendszerekben végzett alapos kísérletek azt igazolták, hogy az alacsony szintű leírók
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sok esetben nem alkalmasak az emberi agyban kialakuló magasszintű szemantikai fogalmak

leírására [136]. Emiatt a tartalom alapú kereső rendszerek teljesítménye még mindig messze

elmarad a felhasználók elvárásaitól.

2.1. ábra. Els̋o szintű lekérdezés eredménye.

2.2. ábra. Második szintű lekérdezés eredménye.

A lekérdezéseknek három szintjét különböztetjük meg a tartalom alapú képkereső rendsze-

rekben [23].

1. szint : A kép primitív jellemz̋oi (szín, textúra, alak, térbeli elhelyezkedés, stb.) alapján tör-

tén̋o keresés. Tipikus esete a példa kép alapján történő keresés: „keress ehhez hasonlót”.

A 2.1. ábrán egy szín alapján végrehajtott lekérdezés eredménye látható, ahol a bal felső

képhez leginkább hasonló találatokat jelenítettem meg.

2. szint : A képen található objektumok jellemzőiből logikai következtetések alapján kinyert

adott típusú azonosítók alapján történő keresés. Például „találd meg egy virág képét”

(lásd a 2.2. ábrát).
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2.3. ábra. Harmadik szintű lekérdezés eredménye.

3. szint : Absztrakt attribútumok alapján történő keresés, beleértve magas szintű leíróit a kép-

nek, amelyek a kép készítésének körülményeiről árulnak el információt. Például „találj

egy képet, amin örömteli tömeg látható” (lásd a 2.3. ábrát).

A 2. és 3. szintet együttesen szemantikai kép visszakeresésnek nevezzük, az első és második

szint közötti hézag pedig az ún. szemantikai hézag [15, 102].

Hogyan lehet csökkenteni a szemantikai hézag mértékét, azaz hogyan nyerhetünk ki az ala-

csony szintű képi jellemz̋okből magas szintű szemantikai jellemzőket? Jelenleg a szemantikai

hézag csökkentésére főként ötféle különböz̋o módszert alkalmaznak [60], melyeket az alábbi-

akban ismertetek. Mindegyik típushoz megadtam a meghatározó irodalmi hivatkozásokat, de

mivel disszertációmban csak a releváns visszacsatolás egylehet̋oségét mutatom be a 6. fejezet-

ben, részletesen nem fejtem ki az egyes esetek hátterét.

I. Ontológiák használata magas szintű fogalmak definiálására [69, 79, 108, 59, 82, 53, 17]

II. A gépi tanulás eszközeinek használata [100, 119, 122, 64, 12, 134, 118, 29, 106, 15, 135,

31, 57, 58, 28]

III. Releváns visszacsatolási technikák alkalmazása ciklikus lekérdezésként a folyamatos fel-

használó által vezérelt tanulás érdekében [86, 84, 137, 47,36, 85]

IV. Szemantikus minták előállítása a magas szintű lekérdezés támogatására [104, 138, 16]

V. A kép látható jellemz̋oinek, valamint a képhez hozzárendelhető szöveges információknak

az együttes használata [6, 30, 7]

2.1. Alacsony szintű képi jellemz̋ok

A jellemzők (tartalom) kinyerése az alapja a CBIR rendszereknek [87]. Ajellemz̋ok két nagy

csoportra oszthatók. Az elsőbe tartoznak az általános jellemők, mint a szín, a textúra, illet-
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ve az alak, az utóbbiba pedig az alkalmazás függő leírók, például az emberi arcok [96, 93],

ujjlenyomatok. A tartalom alapú kereső rendszerek általános áttekintésekor csak az általános

jellemz̋okre kívánok kitérni.

2.1.1. Szín

A szín jellemz̋o egyike a kép visszakeresésben leggyakrabban használt vizuális jellemz̋oknek.

Ez a jellemz̋o viszonylagosan robusztus a háttér bonyolultságával szemben, valamint függet-

len a kép méretétől és irányától. Az alábbiakban áttekintem a gyakran használt színtereket,

valamint a szín leírására használt jellemző vektorokat [92, 128, 61].

Színterek

Számos különböz̋o színt és az azokhoz tartozó színteret használnak a gyakorlatban, és ezeket a

színtereket egymásba lehet transzformálni. Amennyiben tökéletes reprezentációt adó színteret

használunk, akkor ez a transzformáció kölcsönösen egyértelmű leképezés, így nem történik in-

formáció vesztés e során (kivéve a kerekítésből adódó hibákat). Mivel minden egyes színtérnek

megvan a saját színskálája, így a színinformáció sérülhet atranszformáció során, amennyiben

a szín ezen skálán kívülre esik [105].

2.4. ábra. Az RGB színkocka.

Az RGB színtér a katódsugárcsöves televízió készülékeknél került bevezetésre. Az RGB
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színtér egy példája a nem abszolút színtereknek, mivel nem lehet minden színt ábrázolni ben-

ne. A színtér alapszínei a vörös (R - Red), a zöld (G - Green) és akék (B - Blue). Az RGB model

ún. additív színeket használ, melyek a három alapszín keveréséb̋ol jönnek létre. Az RGB szín-

kockát a 2.4. ábra szemlélteti. Egy meghatározott szín a színtérben három komponensű(r, g, b)

vektorként ábrázolható, melynek elemei az egyes alapszínekhez rendelt(r, g, b) súlyok:

r ·R+g ·G+b ·B. (2.1)

A színterek közötti transzformációt általában egy3×3-as mátrix szorzással lehet megvaló-

sítani.

A megvilágítás intenzitásának mértékétől való függ̋oség csökkentése érdekében a három-

dimenziós RGB színtérből áttérhetünk egy kétdimenziós rgb színtérbe, aholr+g+ b = 1. Az

egyes komponensek definíciója:

r =
R

R+G+B
, g =

G

R+G+B
, b=

B

R+G+B
. (2.2)

Az RGB színtérb̋ol az rgb színtérbe történő transzformáció az egyik legegyszerűbb szín-

normalizációs eljárás, melynek előnye a kevés számítási igény. Az RGB színtéren belüli haté-

konyan használható színnormalizációs eljárás a szín klaszter forgatás [77].

Az XYZ színtér a színes filmek kifejlesztésekor, 1931-ben került bevezetésre a CIE (Inter-

national Commission on Illumination) által. Az XYZ standardhárom elképzelt fényen alapul,

aholX=700,0nm, Y =546,1nm ésZ=35,8nm és ezekX(λ), Y (λ) ésZ(λ) szín illeszkedési

függvényeib̋ol. Ha az adott fényeket el szeretnénk képzelni, akkor mondhatjuk, hogy azX a

vörös, azY a zöld és aZ a kék színű fényt közelíti. Az CIE standard egy abszolút színteret

eredményez, amelyben minden létező szín leírható.

Az XYZ színtér három követelményt elégít ki :

– A szín illeszkedési függvények nemnegatív értékűek

– Az Y (λ) értéke megegyezik a fénysűrűség értékével

– Az egyes színilleszkedési függvények alatti területek megegyeznek

Minden egyes szín az alábbi lineáris kombinációként állítható el̋o:

cXX+cY Y +cZZ, (2.3)

aholcX , cY , cZ az adott színt reprezentáló súlyok (intenzitások).
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Az RGB és az XYZ színtér közötti transzformáció az alábbi módon valósítható meg:




R

G

B


=




3,24 −1,54 −0,50

−0,98 1,88 0,04

0,06 −0,20 1,06







X

Y

Z


 (2.4)




X

Y

Z


=




0,41 0,36 0,18

0,21 0,72 0,07

0,02 0,12 0,95







R

G

B


 (2.5)

Az YCbCr színtér egyik tagja a video rendszerekben használt színtereknek.Y értéke a

színsűrűséget adja meg, mígCb ésCr a kék és vörös kromaticitás komponensek. Az RGB

színtérb̋ol az YCbCr színtérbe az alábbi módon térhetünk át:




Y

Cb

Cr


=

1

255
·







65,481 128,553 25,966

−37,797 −74,203 112

112 −93,786 −18,214


 ·




R

G

B


+




16

128

128





 (2.6)

2.5. ábra. A HSV színtér szemléltetése.

A HSV (Hue, Saturation, Value) színtér gyakran használt a festőművészek által, mivel na-

gyon közel áll az̋o gondolkodási módjukhoz és technikájukhoz. Ha egy új színtkell képezni,

akkor azt egy művész kikeveri a már meglévőkből, mint például a lilát vagy a narancssárgát. A

HSV színtér egy hatszögletű gúlaként ábrázolható, ahol a fels̋o hatszög az RGB kocka kétdi-

menziós vetülete (lásd a 2.5. ábrát). A HSV színtérbe az alábbi módon tudunk transzformálni
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az RGB színtérb̋ol [132]:

H = arctan

√
3 (G−B)

(R−G)+(R−B)
(2.7)

S = 1−min {R,G,B}
V

(2.8)

V =
(R+G+B)

3
(2.9)

(2.10)

A HSV színtérben az intenzitás információ elválik a szín információtól, így a szín (hue)

és a telítettség (saturation) az emberi érzékelésnek megfelelő értékeket szolgáltat, ami nagyon

hasznosnak bizonyult számos képfeldolgozási algoritmus esetén. A HSL színtér (vagy HSI)

színtér nagyon hasonló a HSV színtérhez, csak a fényerő (lightness) helyettesíti a világosságot

(brightness). A f̋o különbség, hogy a HSV színtérnél használtV érték egy tiszta szín esetén

megegyezik a fehér szín világosság értékével, míg a HISL színtér esetén az 50%-os szürke szín

világosságával.

Gyakran használt színtér még az úgynevezett opponens színtér, ahol az egyes színkompo-

nensek az RGB színtér értékeiből állíthatók el̋o:

(R−G, 2B−R−G, R+G+B) . (2.11)

Ennek a színtérnek nagy előnye, hogy a világosság információt csak a harmadik komponens

tartalmazza, az első két komponens pedig közel invariáns a megvilágításra nézve.

Az egyes színterek alkalmazhatóságának lehetőségei és előnyei a [92] műben találhatóak.

Szín leírók

Az alábbiakban bemutatom a leggyakrabban használt színleírókat: a szín momentumokat, a

szín hisztogramot és a szín összefüggőségi vektort.

Az els̋orend̋o (középérték), másodrendű (szórás) és harmadrendű (ferdeség) szín momen-

tumok egyszerű, hatékony szín jellemzést tesznek lehetővé [109]. Ezek definíciója a megadott
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sorrendben:

µi =
1

M

M∑

j=1

fij , (2.12)

σi =

√√√√ 1

M

M∑

j=1

(fij−µi)
2, (2.13)

si = 3

√√√√ 1

M

M∑

j=1

(fij−µi)
3, (2.14)

aholfij a j indexű pixel intenzitás értéke azi-edik színcsatornában,M pedig a kép pixeleinek

száma.

Az f ésf ′ r darab színcsatornával ábrázolt kép momentumainak összehasonlítása az alábbi

módon történhet [109]:

dmom(f, f
′) =

r∑

i=1

(wi1 |µi−µ′
i|+wi2 |σi−σ′

i|+wi3 |si−s′i|) , (2.15)

aholwkl (k, l∈{1,2,3}) felhasználó által definiált súlyok. Fontos megjegyezni, hogydmom nem

egy metrika, lehetséges például, hogy két nem azonos színeloszlású kép eseténdmom értéke 0.

Emiattdmom-ot hasonlósági függvénynek nevezzük.

Egy szürkeárnyalatos kép hisztogramját úgy definiáljuk, hogy az egyes intenzitás értékek

előfordulási gyakoriságát elosztjuk a kép pixeleinek számával:

H(g) =
N(g)

M
, (2.16)

aholg jelöl egy adott szürkeárnyalatos intenzitás értéket,N(g) pedig annak az előfordulási gya-

korisága a képen [121, 94]. Színes képek esetén hasonló módon értelmezhet̋o a színhisztogram,

amelynek el̋oállításakor az egyes színcsatornákat külön-külön vesszük figyelembe.

A hisztogramok összehasonlítása érdekében nem veszünk figyelembe minden intenzitás ér-

téket, hanem a lehetséges intenzitás értékek halmazát részintervallumokra (ún. vödrökre) oszt-

juk, és az egyes vödrökbe eső pixelintenzitások relatív gyakoriságaként értelmezzüka hisztog-

ramot. Természetesen ez az eljárás színes képek esetén is alkalmazható, ahol az egyes színcsa-

tornákon külön-külön megvalósítható a részintervallumokra osztás, ami a színkocka esetén a

színkocka részkockákra osztását eredményezi. A 2.6. ábra szemlélteti az RGB kocka egy lehet-

séges 64 vödrös felosztását, a 2.7. ábrán pedig a kialakuló vödrök láthatók egy-egy reprezentáns

szín alkalmazásával.
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2.6. ábra. Az RGB színkocka felosztása 64 vödörre.

2.7. ábra. A kialakuló vödrök egy-egy reprezentáns színnelábrázolva.
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2.8. ábra. Színes kép és a hozzá tartozó színhisztogram.

A színes képekhez tartozó háromváltozósH(i, j, k) színhisztogram könnyen átalakítható

egyváltozósh(l) hisztogrammá az alábbi módon:

h
((
B2−1

)
i+(B−1) j+k

)
=H(i, j, k), (2.17)

aholB a vödrök száma egy színcsatorna mentén,i, j ésk értékei pedig 1 ésB közötti egé-

szek. Ilyen módon elégséges az egyváltozós hisztogramokattárgyalni. A 2.8. ábrán látható egy

színes kép, valamint a hozzá tartozó színhisztogram, mely az RGB színtérben minden egyes

színcsatorna mentén 4-4 vödröt használva készült.

Hisztogramok összehasonlítását részletesen ismertetem adisszertáció 5. fejezetében, ezért

itt nem térek ki erre.

Egyszerűen belátható, hogy a korábban definiált statisztikai momentumok leírhatók a hisz-

togramok segítségével is, az alábbi módon:

µ =
B∑

g=1

gH(g), (2.18)

σ =

√√√√
B∑

g=1

(g−µ)2H(g), (2.19)

s = 3

√√√√
B∑

g=1

(g−µ)3H(g), (2.20)

aholB az alkalmazott vödrök száma,g pedig a vödrök indexe.

A ferdeség (skew) leírót néhány esetben másként definiálják[121], mégpedig a középérték

és a hisztogram módusz (mode) különbségének felhasználásával :

skew′ =
µ−mode

σ
. (2.21)
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A ferdeség ilyen értelmezése kevés számításigénnyel jár, főként ha feltételezzük, hogy más

eljárásoknál az els̋o és második momentumokat már kiszámítottuk.

Az energia mérték arról szolgáltat információt, hogy milyen az intenzitás értéke, vagy

hisztoram vödrök eloszlása:

energia=
B∑

g=1

[H(g)]2 . (2.22)

Az energia maximális 1 értéket ad, ha egyetlen hisztogram vödörbe esikaz összes intenzitás

érték, és annál kisebb lesz az értéke, minél inkább közelítik az intenzitás értékek az egyenletes

eloszlást.

Gyakran használt leíró még azentropia, melyet az alábbi módon definiálunk:

entropia=−
B∑

g=1

H(g) log2H(g). (2.23)

Az entrópia minimális értékű, ha egy hisztogram vödörbe esik az összes intenzitás érték, így az

energia-val ellentétes tulajdonsággal rendelkezik.

A szín összefügg̋oségi vektor (CCV - Color Coherence Vector) [76] egy olyan leíró,mely

nagy mértékben hasonlít a színhisztogramra, de a képen megtalálható színek eloszlásán kívül

az egyes pixelek szomszédsági viszonyait is figyelembe veszi. A CCV előállításakor el̋oször

megfelel̋o számú vödörre osztjuk fel az alkalmazott színteret, majd minden egyes pixelre meg-

állapítjuk, hogy színintenzitása melyik vödörbe esik. Idáig a módszer azonos a hisztogram

előállítás eljárásával. Ezt követően viszont megvizsgáljuk, hogy egy adott pixel környezeté-

ben milyen pixelek találhatóak. Ezen lépés során a pixeleket két csoportra bontjuk. Az első

csoportba azok a pixelek tartoznak, melyek környezetében (nyolc közvetlen szomszéd figye-

lembe vételével) minden pixel ugyanabba a vödörbe eső színintenzitású, mint a vizsgált pixel.

Ezekr̋ol a pixelekr̋ol kijelenthet̋o, hogy környezetük színre nézve homogén. A másik csoportba

pedig azok a pixelek esnek, melyek nyolc közvetlen szomszédja között van olyan, amelynek

színintenzitása másik vödörbe esik, mint a vizsgált pixelé. Ezek a pixelek heterogén régióba

tartoznak. Ezt követően két hisztogramot készítünk a képről. Az els̋o előállításakor a homo-

gén régiókba es̋o pixelek színintenzitásait vesszük figyelembe, a másodiknál pedig a heterogén

régiókba es̋o pixelek intenzitásait. Természetesen az eljárás végén mindkét hisztogramot nor-

máljuk a képen található pixelek számával osztva az értékeket. A 2.9. ábrán egy kép homogén

és nem homogén régiói, valamint az azokhoz tartozó hisztogramok láthatóak.

A szín összefügg̋oségi vektor használatát az indokolja, hogy az emberi érzékelésnél na-

gyobb mértékben vesszük figyelembe a homogén színű tartományokat (nagy „pacákat”), mint

a színre nézve változékony területeket.

18



2.9. ábra. Egy kép homogén régióba, illetve nem homogén régióba tartozó pixelei, valamint a

homogén és nem homogén pixelek alapján készített színhisztogramok.

A CCV-ben tárolt hisztogramok összehasonlítása hasonló módon történik, mint a színhisz-

togramok összehasonlítása, melyre részletesen a disszertáció 5. fejezetében térek ki.

2.1.2. Textúra

A textúrának kulcsszerepe van az emberi vizuális érzékelésben, a színhez hasonlóan fontos jel-

lemz̋o képi adatbázisokban való keresés esetén. A textúrát mindenki fel tudja ismerni, viszont a

pontos definiálása és matematikai leírása nem olyan egyszerű feladat [42]. A textúra tulajdon-

ságai például a periódicitás, vagy a skálázottság, jellemzői pedig leírhatóak az irányítottság,

durvaság, kontrasztosság és hasonló kifejezésekkel [116]. A textúra jellemzése általában há-

romféle módon lehetséges, ezek az együttes előfordulási mátrix statisztikai jellemzői, másrészt

az ún. Tamura leírók, valamint Gabor waveletek.

Együttes el̋ofordulási mátrix

A szürkeségi értékek statisztikai jellemzői voltak az els̋o felhasznált leírók a textúrák osztá-

lyozására. Haralick [39] javasolta a szürkeségi együttes előfordulási mátrixok (GLCM – Grey

Level Co-occurence Matrices) használatát másodrendű statisztikák kinyerésére képekből. A
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GLCM használata azóta is nagyon hatékonynak bizonyult a textúrák osztályozása tekintetében

[75].

Haralick definiálta az együttes előfordulási mátrixot, amely megmutatja, hogy adott inten-

zitású pixel párok egymástól meghatározott távolságra és irányban milyen gyakorisággal fo-

rulnak el̋o. Az így el̋oállított GLCM-b̋ol változatos jellemz̋ok nyerhet̋ok ki, melyek egy kép

textúrázottságának leírására alkalmasak. Ezen jellemzők közül négyet emelek ki, melyeket a

2.1. táblázatban foglalok össze.

Jellemz̋o Formula

Energia
∑

i

∑
j P

2(i, j)

Entrópia
∑

i

∑
j P (i, j) logP (i, j)

Kontraszt
∑

i

∑
j (i−j)

2 P (i, j)

Homogenitás
∑

i

∑
j

P (i,j)
1+|i−j|

2.1. táblázat. Jellemzők kiszámítása aP (i, j) normalizált együttes előfordulási mátrix

felhasználásával.

Tamura leírók

A [116]-ban kidolgozásra kerültek azok a textúra leírók, melyek jól illeszkednek az embe-

ri vizuális érzékeléshez. Hat különböző textúra leírót definiáltak, melyeket összehasonlítottak

pszichológiai mérési eredményekkel. A bevezetett jellemzők a durvaság (coarseness), a kont-

rasztosság (contrast), az irányítottság (directionality), a vonalszerűség (line-likeness), a szabá-

lyosság (regularity) és az érdesség (roughness). Ezek közül az els̋o három, melyet ma is széles

körben alkalmaznak akár egymagukban, akár kombinálva azokat [42].

A durvaságnak közvetlen kapcsolata van a skálázottsághoz és az ismétlődési mértékhez,

ezt tekinthetjük a legalapvetőbb textúra jellemz̋onek. A durvaság definiálásához először be kell

vezetnünk azAk(x, y)-lal jelölt átlagot egy2k×2k méretű szomszédsági mátrixban az(x, y)

koordináták körül :

Ak(x, y) =
x+2k−1−1∑

i=x−2k−1




y+2k−1−1∑

j=y−2k−1

f(i, j)

22k


 , (2.24)

ahol f(x, y) a kép szürkeségi intenzitás értéke az(x, y) helyen. Ezt követ̋oen minden egyes

pontra képezzük a különbségét mind vízszintes, mind függőleges irányban azon átlag pároknak,

melyek ablakai szomszédosak, de nem fedik át egymást. Így például vízszintes szomszédok
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esetén:

Ek,h(x, y) =
∣∣Ak

(
x+2k−1, y

)
−Ak

(
x−2k−1, y

)∣∣ . (2.25)

Ezután minden egyes pixelre meghatározzuk az

Sbest(x, y) = 2k (2.26)

legjobb ablakméretet, amelyrek maximalizáljaE értékét bármely irány esetén, azaz

Ek = Emax =max {E1, E2, . . . , EL} . (2.27)

Amennyiben minden(x, y) pixelre el̋oállítottuk azSbest(x, y) legjobb ablakméretet, akkor a

durvaságot az alábbi módon definiálhatjuk:

Fcrs =
1

M ·N

M∑

i=1

N∑

j=1

Sbest(i, j), (2.28)

aholM a kép sorainak,N pedig az oszlopainak száma.

A kontrasztdefiniálásához először bevezetjük a negyedi momentumot:

µ4 =

4

√√√√√
M∑
i=1

N∑
j=i

(f(i, j)−µ)4

M ·N . (2.29)

Ebb̋ol definiálható a lapoltságα4 értéke:

α4 =
µ4

σ4
. (2.30)

A kontraszt mértéke pedig:

Fcon =
σ

(α4)
n , (2.31)

aholn értéke a Tamura által elvégzett kísérletekben 8, 4, 2, 1,1/2, 1/4 és1/8 volt. Tamura

kísérletei alapján a leghatékonyabb eredményeket azn= 1/4 esetén kapjuk.

Az irányítottságegy régió felett a gradiens értékéből számítható ki [116].

Gabor wawelet

A P ×Q méretűI(x, y) kép esetén a diszkrét Gabor wavelet transzformáció az alábbi módon

adható meg:

Gmn(x, y) =
∑

s

∑

t

I(x−s, y− t)ψ∗
mn(s, t), (2.32)
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ahol s és t a szűr̋o maszk méretei,ψ∗
mn pedig a komplex konjugáltja a következő wavelet

függvénynek:

ψ(x, y) =
1

2πσxσy
exp

[
−1

2

(
x2

σ2
x

+
y2

σ2
y

)]
·exp (j2πWx) , (2.33)

aholW a modulációs frekvencia. Az önhasonlósági Gabor waveletekmegkaphatók az alábbi

generátor függvény alkalmazásával :

ψmn(x, y) = a−mψ(x̃, (̃y)), (2.34)

aholm ésn meghatározza a wavelet skáláját és orientációját,m = 0,1, . . . ,M − 1 ésn =

= 0,1, . . . , N−1 értékekkel, valamint

x̃ = a−m (x cos θ+y sin θ) , (2.35)

ỹ = a−m (−x sin θ+y sin θ) , (2.36)

ahola > 1 ésθ = nπ/N .

A fenti egyenletekben szereplő változókat az alábbi módon érdemes megválasztani [133]:

a = (Uh/Ul)
1

M−1 , (2.37)

Wm,n = amUl, (2.38)

σx,m,n =
(a+1)

√
2 ln 2

2πam (a−1)Ul

, (2.39)

σy,m,m =
1

2π tan
(

π
2N

)
√

U2
h

2 ln 2
−
(

1
2πσx,m,n

)2 . (2.40)

Zhang et al. javaslata [133], hogyUl=0,05,Uh=0,04 értékeket érdemes választani, valamint

a szűr̋o maszk mérete60×60-as legyen.

A Gabor szűr̋o alkalmazását követően meghatározható a magnitúdók mátrixa:

E(m,n) =
∑

x

∑

y

|Gmn(x, y)| , (2.41)

aholm= 0,1, . . . ,M−1 ésn= 0,1, . . . , N−1.

Annak érdekében, hogy a homogén textúrával rendelkező régiókkal foglalkozhassunk defi-

niálnunk kell a következ̋o középértékeket és szórásokat:

µmn =
E(m,n)

P ·Q , (2.42)

σmn =

√∑
x

∑
y

(|Gmn(x, y)|−µmn)
2

P ·Q . (2.43)
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Az I és aJ kép textúrája összemérhető az alábbi textúra hasonlósági mértékkel :

D(I, J) =
∑

m

∑

n

dmn(I, j), (2.44)

ahol

dmn =

√
(µI

mn−µJ
mn)

2+(σI
mn−σJ

mn)
2. (2.45)

2.1.3. Alakzat

Az alakzat leírására jól használható módszer az MPEG-7 szabványban definiált két alakzat

leírási módszer, egyik a régió alapú, másik pedig a kontúr alapú [5].

A régió alapú alakzat leíró egy többrétegű sajátvektor leíró, amely a Zernike momentumo-

kon és az ún. angular-radial transzformáción (ART) alapul.

A Zernike momentumok [50, 51] a Zernike polinomokból származtathatók, amelyek teljes

ortogonális halmazt alkotnak egy egység sugarú kör belsejében [68]. JelöljükVnm(x, y)-nal

ezen polinomok halmazát:

Vnm(x, y) = Vnm(ρθ) =Rnm(ρ) ·ejmθ, (2.46)

ahol

n pozitív egész vagy nulla,

m nemnulla egész, mely teljesíti azt a feltételt, hogyn−|m| páros, illetve|m| ≤ n,

ρ az origó és az(x, y) koordináta távolsága,

θ ρ és azx-tengely által bezárt előjeles szög,

Rnm(ρ) sugárirányú polinom az alábbi definíció szerint :

Rnm(ρ) =

(n−|m|)/2∑

s=0

(−1)s
(n−s)!

s!
(

n+|m|
2

−s
)
!
(

n−|m|
2

−s
)
!
rn−2s (2.47)

Az ART együtthatók pedig az alábbi módon definiálhatóak:

Fnm = 〈Vnm(ρ, θ), f(ρ, θ)〉=
2π∫

0

1∫

0

V ∗
nm(ρ, θ), f(ρ, θ)ρ dρ dθ, (2.48)
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aholf(ρ, θ) a kép polár koordinátákon értelmezett intenzitás függvénye,Vnm(ρ, θ) pedig azn

ésm rendű ART bázis függvény. A bázisfüggvények szeparálhatók a szög és távolság koordi-

náták alapján:

Vnm(ρ, θ) =
1

2π
exp (jmθ)Rn(ρ), (2.49)

ahol

Rn(ρ) =

{
1, ha n= 0,

2 cos(πnρ), ha n 6= 0.
(2.50)

A kontúr alapú alak leíró két jellemzőt használ. Egyik az ún. köralakússág, amely az alak-

zat kerületének négyzete osztva az alakzat területével. Másik leíró az excentricitás az alábbi

definíció alapján:

eccentricity =

√
i20+ i02+

√
i220+ i

2
02−2i20i02+4i211

i20+ i02−
√
i220+ i

2
02−2i20i02+4i211

, (2.51)

ahol

i02 =
M∑

k=1

(yk−yc)2 , (2.52)

i11 =
M∑

k=1

(xk−xc) (yk−yc) , (2.53)

i20 =
M∑

k=1

(xk−xc)2 , (2.54)

M a kontúrvonalon belüli pixelek száma,(xc, yc) pedig az alakzat tömegközéppontjának koor-

dinátái.

2.2. Tesztelési eljárások

A kifejlesztett algoritmusok tesztelése gyakran szubjektív döntéseken alapul, hiszen a képi

adatbázisokban történő keresést̋ol azt várjuk el, hogy olyan eredményt szolgáltasson, mely a

felhasználó szubjektív igényeinek megfelel. A szubjektivitás kiküszöbölése érdekében többfé-

le megoldás lehetséges.

A tesztelés során lehetséges mérőszámok definiálása, melyekre leggyakrabban a precíziót

és a felidzését használják [26]. Ha vanN darab képet tartalmazó teszt adatbázisunk, melybőlQ

darab számít relevánsnak találatnak egy keresés során,Z jelöli az elvárt releváns találatok szá-

mát,P pedig az eredmény lista hosszát. Ezek ismeretében meghatározható a rendszert jellemző
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két mér̋oszám:

precizio =
Q

P
, (2.55)

felidezes =
Q

Z
. (2.56)

A tesztelési eredmények összehasonlíthatósága érdekébentöbb tesztadatbázist is készítet-

tek, melyek lehet̋ové teszik, hogy különböző algoritmusokat ugyanolyan körülmények között

lehessen tesztelni. A leggyakrabban használt két adatbázis az Amsterdam Library of Object

Images [33] és a Columbia Object Image Library [72]. Mindkét adatbázis homogén háttérbe

helyezett tárgyakról készített fotókat tartalmaz azonos megvilágítás mellett, ahol a tárgyakról

5◦-os függ̋oleges tengely körüli elforgatással több fénykép is készült.

Az eredmények „jósága” olyan módon is mérhető, hogy ha vizsgáljuk, hogy egy adott kép-

hez melyN darab kép van a legközelebb, akkor ezt követően megnézzük, hogy az eredményül

kapott képekhez legközelebbiN kép között megtalálható-e az eredeti kép. Íly módon azokat

a képeket tekintjük releváns találatoknak, melyekhez legközelebbiN kép között szerepel az

eredeti kép is.
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3. fejezet

Képfeldolgozási algoritmusok

automatikus paraméterezése

A képfeldolgozás területén gyakran használt algoritmusokáltalában egy vagy több paramétert

használnak. A paraméterek értékétől nagy mértékben függ, hogy az alkalmazott algoritmus

milyen eredményt szolgáltat. A 3.1. ábrán látható például egy szürkeárnyalatos kép három kü-

lönböz̋o paraméter értékkel előállított homogén régiófelbontása. A 3.2. ábrán pedig élkeres̋o

algoritmus eredménye látható különböző paraméterek alkalmazása esetén. A használt para-

métereket a gyakorlatban az adott képekre optimalizálják,majd ezt követ̋oen minden képre

ugyanazt a paraméter értéket használják. Ez gyakran könnyen elvégezhet̋o, mert egy adott kép-

típusnál a használt algoritmus számára legmegfelelőbb paraméterértékek ugyanazok.

Képi adatbázisban azonban, főleg olyan adatbázisokban, ahol a képek fajtája nagy spektru-

mot ölel fel, különböz̋o típusú képekhez különböző paraméterek szolgáltatják a legmegfelelőbb

eredményt. Így képi adatbázisokban való vizsgálatoknál általában nincsen lehetőség arra, hogy

a paraméter értékeket minden képnél külön-külön optimalizáljuk. Ennek a problémának megol-

dása olyan automatizált paraméter meghatározó eljárás készítése és használata, amely az adott

képhez leginkább illeszkedő paramétereket önmaga is képes megtalálni.

Automatikus paraméter meghatározás területén publikált cikkek közül hármat szeretnék

megemlíteni. A [41] mű range képek szegmentálási algoritmusainak összehasonlítása kapcsán

nyújt részletes elemzést. A [49] cikk valószínűségi alapon elemzi a legjobb paraméterezések

kiválasztásának lehetőségét. Képi adatbázisokban használt wavelet alapú hasonlósági mértékek

paraméterezésének összehasonlítását mutatja be a [71] cikk.
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3.1. ábra. Szürkeárnyalatos kép régióinak meghatározása három különböz̋o paraméterbeállítás

esetén. Az els̋o sorban a szürkeárnyalatos kép látható, alatta pedig minden egyes sorban

valamilyen paraméterezés mellett előálló régiók bináris képe. A megtalált régiókat fehér

színnel ábrázoltuk.

3.1. Szegmentáló eljárások automatikus paraméterezése

3.1.1. Algoritmus leírása

Algoritmusom egy kép több különböző paraméterezés használatával legyártott régiófelbontásá-

ból megpróbálja a legjobb régiófelbontást kiválasztani. Ez alapvet̋oen kétféle módon történhet.

Az els̋o megközelítésnél rendelkezésünkre áll egy jónak tekinthető régiófelbontás és ahhoz

hasonlítjuk az el̋oállt régiófelbontásokat, majd a leginkább hasonló paraméterezését tekintjük

a legjobb paraméterezésnek. Ez az eljárás használható például akkor, ha szín alapú régiókat

akarunk el̋oállítani úgy, hogy a kép szürkeárnyalatos régiói rendelkezésünkre állnak [97].

A másik megközelítés esetén nem áll rendelkezüsnkre referenciaként szolgáló referencia-

felbontás. Ebben az esetben abból a feltételezésből indultunk ki, hogy a jó régiófelbontás va-

lószínűleg gyakran előfordul, s̋ot ezt tekinthetjük a leggyakoribbnak. Így, ha megtaláljukazt

a régiófelbontást, amely a legtöbb másik régiófelbontáshoz hasonlít valamilyen hasonlósági

mérték alapján, akkor ahhoz a régiófelbontáshoz tartozó paraméterezés lesz a legjobb paramé-

terezés. Az alábbiakban ezt az algoritmust mutatom be részleteiben.

Első lépésként előállítjuk egy kép több paraméterezését. Ezek eredménye legyenp̄1, p̄2, . . . , p̄k,
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3.2. ábra. Élkeres̋o algoritmus eredménye nyolc különböző paraméterérték használata esetén.

aholk jelöli a paraméterezések számát. Mindenα ésβ esetén, aholα 6=β összehasonlítjuk (nem

szimmetrikusan)pα-t éspβ-t az alábbi módon:

Polárkoordináták szerint rendezzük azα (α = 1,2, . . . , k) paraméterezéshez tartozó tar-

tományokat. A polárkoordinátás rendezésnél a tartományoktömegközéppontjainak a kép bal

felső sarkától vett távolságát, illetve a vízszintes iránnyal bezárt szögét veszük figyelembe. A

rendezést követően megkapjuk avα tartományokat tartalmazó vektort.

A vα ésvβ vektorok összehasonlítását a 3.3 ábrán látható algoritmusalapján végezzük el.

Az összehasonlítás eredményeként kapunk egyv̄α(β), mely az eredetivα vektorból azokat

a komponenseket tartalmazza, amelyekhez találtunk megfelelő komponenst avβ vektorban. Ez

a vektor nem csak̄palpha paraméterezéstől, hanem āpβ paraméterezéstől is függ, ezért jelenik

meg az indexbenα mellettβ is. Hasonló módon az algoritmus szolgáltat egyv̄β(α) vektort is,

mely vβ-nak azokat a komponenseit tartalmazza, amelyekvα valamely komponenséhez meg-

feleltek. Az algoritmusból következik, hogȳvα(β) és v̄β(α) hossza megegyezik és megfelelő

elemeikre igaz, hogȳvα(β)i tömegközéppontja benne van av̄β(α)i tartományban. (Ez fordítva

nem feltétlenül teljesül, ezért nem szimmetrikus az összehasonlítás.)

A v̄α(β) ésv̄β(α) vektorok távolságának definiáláshoz bevezetjük a következő jelöléseket:

d′α,β,θ =

∣∣v̄α(β)θ△ v̄β(α)θ
∣∣

∣∣v̄α(β)θ∪ v̄β(α)θ
∣∣ , (3.1)

ahol△ a halmazokon értelmezett szimmetrikus differencia műveletet jelöli, amelyet pixelhal-

mazok fölött értelmezünk esetünkben.∪ hasonlóképpen a pixelhalmazokon értelmezett unió

műveletet jelöli.|·| az argumentumában szereplő pixelhalmaz elemszámát adja vissza.θ értéke
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i :=1

j :=1

Ciklus amígi <= |vα|
Cilus amígj <= |vβ|

Havαi.center ∈ vβj akkor

i++

j++

Kiugrás a bels̋o ciklusból

Különben

j++

Elágazás vége

Cilus vége

i++

Ciklus vége

3.3. ábra. Avα ésvβ vektorok összehasonlítása

1-től v̄α(β), illetve a vele egyez̋o hosszúságú̄vβ(α) vektor hosszáig fut.

ρα,β,θ =

{
1 ha d′α,β,θ < ε

0 egyebkent
(3.2)

ε értékét kísérletek alapján0.75-nak választottuk.

Ezek felhasználásával definiáljuk av̄α(β) ésv̄β(α) vektorok távolságát az alábbi módon:

d
(
v̄α(β), v̄β(α)

)
=

|v̄α(β)|∑

θ=1

ρα,β,θ. (3.3)

Mindenα-ra(1≤α≤k) ésα-val nem megegyez̋oβ-ra(1≤β≤k) legyártjuk ad
(
v̄α(β), v̄β(α)

)

távolságot, így kapunk egyk×k méretű mátrixot :

C =















0 d
(

v̄1(2), v̄2(1)
)

. . . d
(

v̄1(k), v̄k(1)
)

d
(

v̄2(1), v̄1(2)
)

0 . . . d
(

v̄2(k), v̄k(2)
)

...
...

. . .
...

d
(

v̄k(1), v̄1(k)
)

d
(

v̄k(2), v̄2(k)
)

. . . d
(

v̄k(k), v̄k(k)
)















(3.4)
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Ezt követ̋oenC minden sorának veszzük a sorösszegét, azaz ap̄α paraméterezéshez tartozó

távolságok összegeit. Azt āpα paraméterezést tekintjük a legjobb paraméterezésnek, amely-

hez tartozó sorösszege aC mátrixnak maximális. Lehetséges, hogy több ilyan paraméterezés

is található, ha a maximális sorösszeg több esetben is előáll, ilyenkor mindegyik megfelelő

paraméterezést a legjobbnak tekintjük.

3.1.2. Tesztelés

Alkalmazott szegmentáló algoritmus

A tesztelés során az ún. Peaks and Natural Intervals algoritmust [66, 52] használtam. Az algorit-

mus els̋o lépésbenn számú egyenlő szélességű vödört használva leggyártja a szürkeárnyalatos

képünk hisztogramját. Ezt követően minden vödörre megnézi, hogy a tőle legfeljebbs távol-

ságra lév̋o vödrök közül melyikben található meg a legnagyobb hisztogram érték. Az adott

vödörb̋ol azs sugarú környezetében található legnagyobb hisztogram értékű vödörre fog mu-

tatni egy mutató. Ezután klaszterezzük a hisztogramot oly módon, hogy a mutatóval összekötött

vödrök ugyanazon klaszterbe kerüljenek. 3.4 ábra szemlélteti az algoritmust.

3.4. ábra. Peaks and Natural Intervals algoritmusn= 12 éss= 2 esetén

A kép szegmentálása során azokat a pixeleket tekintjük egy régióba tartozónak, melyek

intenzitás értékei ugyanazon legyártott klaszterbe tartoznak és összefüggő tartományt alkotnak.

A használt algoritmus két paramétert is tartalmaz, de a paraméter meghatározó algoritmus

ettől függetlenül alkalmazható.
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Képi adatbázis

Tesztelésem során az Amsterdam Library of Object Images [33] 1000 különböz̋o képet tartal-

mazó képi adatbázis véletlenszerűen kiválasztott 100 darab szürkeárnyalatos képét használtam.

A használt képek közül mutatok be néhányat a 3.5 ábrán. Minden adatbázisbeli képen homo-

gén sötét háttérben lévő egy-egy objektum található. Az objektumok között vannak szín alapján

homogének és inhomogének is.

3.5. ábra. Az ALOI adatbázis néhány képe

Tesztelésnél használt beállítások

A tesztelésnéln értéke 4, 8, 16, 32, 64, 128 és 256 volt, mígs értéke 1-t̋ol n aktuális értékének

feléig valamely kett̋ohatvány volt. Így összességében 35 különféle paraméterezést használtam.

Az előálló régiók közül csak a kép méretének 5%-át meghaladó méretűeket vettem figye-

lembe és azokkal a régiófelbontásokkal nem foglalkoztam, amikor a képen legfeljebb egy régió

állt elő.

A tesztelést MATLAB környezetben végeztem.

3.1.3. Eredmények

Az eredmények ismertetését a legjobbnak talált paraméterezések számának bemutatásával kez-

dem. A 3.1 táblázatban látható, hogy a legjobb paraméterezések egyes darabszámai hányszor

fordultak el̋o a 100 vizsgált esetből. (A táblázatban csak azokat az eseteket tüntettem fel, ame-

lyek legalább egyszer előálltak.)
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Legjobb paraméterezések száma Gyakoriság

1 20

2 13

3 19

4 10

5 9

6 1

7 4

9 2

10 1

11 3

12 1

13 1

14 3

15 2

17 1

18 2

19 1

20 1

21 1

22 1

24 2

25 1

32 1

3.1. táblázat. Legjobbnak talált paraméterezések számának gyakorisága

32



Ideális esetben azt vártuk volna, hogy minden esetben egyetlen legjobb paraméterezést talál

az algoritmus. Ám sok esetben azért talált több paraméterezést is a legjobbnak, mivel ezek által

előállított régiók nagymértékben hasonlítanak egymáshoz ésaz algoritmus nem tudja közülük

a legmegfelel̋obbet kiválasztani. Példaként egy ilyen esetet mutat a 3.6.ábra, ahol a 7 legjobb-

nak talált régiófelbontását szemléltetem egy képnek. Az ábráról jól látható, hogy a megtalált

régiófelbontások lényegében teljesen azonosak.

3.6. ábra. Az els̋o sorban látható kép különböző paraméterezésekhez tartozó megtalált régióit

mutatják az egyes sorokban látható bináris képek. A megtalált régiókat jelöltük fehér színnel.

Érdemes lenne tehát inkább azt megvizsgálni, hogy az előálló régiófelbontások közül az

algoritmus által legjobbnak tekintettek esetében hányszor található olyan régiófelbontás, amely
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alapvet̋oen rossznak tekinthető. Ez a képek 25%-ánál fordult elő, mégpedig álalában olyan

esetben, amikor sok legjobbnak tekintett régiófelbontástszolgáltatott az algoritmus, amelyek

között volt pár nem megfelelő. Összesen három esetben fordult az elő, hogy az 1–3 darab

legjobbnak talált paraméterezéshez tartozó régiófelbontás nem volt megfelelő minőségű.

3.2. Élkeres̋o algoritmusok automatikus paraméterezése

Célunk, hogy egy szürkeárnyalatos képnek olyan élmátrixát találjuk meg, amely a leginkább

illeszkedik a képen található információkhoz. Természetesen ez nagyon szubjektív, de azt sze-

retnénk, hogy a kapott eredményt a felhasználó megfelelőnek találja.

Hasonló eljárások már léteznek, viszont kísérleteim azt igazolták, hogy a kifejlesztett al-

goritmus a felhasználói igényeknek megfelelőbb eredményeket szolgáltat. A MATLAB Image

Processing Toolboxában implementáltedge függvény használ egy paraméter meghatározó el-

járást, mely a kép pixeleinek intenzitás eloszlásának statisztikai jellemz̋oit veszi alapul [80].

Egy másik paraméter meghatározó módszer [131] az ún. ROC görbe diagnózis és statisztikai

χ2 próba alkalmazásával határozza meg a leginkább használható paramétert.

3.2.1. Az alkalmazott algoritmus

Az élkeres̋o algoritmusok általában azon az elven működnek, hogy meghatározzuk minden

egyes pixelre a környezetében lévő pixelek intenzitásához való viszonya alapján a gradiens

vektor nagyságát és irányát. Ezt követően egy pixelt akkor tekintünk élpixelnek, ha a gradiens

vektor nagysága meghalad egy előre definiált küszöbértéket. A különbség főként ott van az

élkeres̋o algoritmusok között, hogy melyik eljárás milyen módon határozza meg a gradiens

vektort [120, 35]. Természetesen ettől nagy mértékben függ a jó küszöbérték megválasztása is.

A küszöb viszont emellett a kép tartalmától is függ, ezért szükséges, hogy automatizálni tudjuk

annak meghatározását.

Kifejlesztett algoritmusom abból a hipotézisből indul ki, hogy ha rendelkezésünkre áll egy

kép több különböz̋o paraméterértékkel előállított élmátrixa, akkor az élmátrixok közül az fe-

lel meg leginkább a felhasználó elvárásainak, amely a legtöbb más paraméterezéssel előállított

élmátrixhoz hasonlít. Ennek meghatározásához elő kell állítanunk egy kép több paraméter ér-

tékhez tartozó élmátrixát, valamint értelmeznünk kell ezen élmátrixok között egy hasonlósági

mértéket. Ennek megvalósítását az alábbi algoritmusban részletezem.

I. Előfeldolgozásként3×3-as medián szűrőt használunk a zajok csökkentése érdekében.
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II. Meghatározzuk a képN darab különböz̋o élmátrixátN különböz̋o előre definiált küszöb-

érték használatával. Jelöljük ezeketEi-vel, aholi ∈ {1,2, . . . , N}.

III. Kiszámítjuk az élpixelek számát minden egyesEi élmátrixban, majd vesszük ezek átla-

gát.

average
(∣∣Ei

∣∣)=

n∑
i=1

|Ei|

N
(3.5)

IV. Az algoritmus további részében csak azokat az élmátrixokat vesszük figyelembe, melyek

élpixeleinek száma meghaladja az előbb meghatározott átlagot, azaz

∣∣Ei
∣∣≥ average

(∣∣Ei
∣∣) . (3.6)

A kés̋obbiekben ezeket az élmátrixokatE ′j-vel jelöljük, aholj ∈ {1,2, . . . ,M} ésM a

megmaradó mátrixok száma.

V. A megmaradóM darab élmátrixon dilatációt hajtunk végre3× 3-as méretű maszkkal.

Az eredményül kapott dilatált élmátrixokatDE ′j-vel jelöljük.

VI. Definiáljuk két élmátrix metszetét oly módon, hogy aDE ′k
⋂
DE ′l-lel jelölt metszet

mátrix azon pixelei élpixelek, melyek mindkét kiindulási élmátrixban is élpixelek voltak.

Hasonló módon defináljuk két élmátrix unióját is: aDE ′k
⋃
DE ′l-lel jelölt unió mátrix

azon pixelei élpixelek, melyek legalább az egyik kiindulási mátrixban élpixelek voltak.

Ezt követ̋oen már értelmezni tudjuk a metszet és unió segítségével kétdilatált élmátrix

távolságát az alábbi módon:

d
(
DE ′k, DE ′l

)
= 1−DE ′k

⋂
DE ′l

DE ′k
⋃
DE ′l

. (3.7)

VII. Az előbb definiált távolság használatával elkészíthetjük azM×M -esD mátrixot, ahol

Dij = d
(
DE ′i, DE ′j

)
. (3.8)

Könnyen belátható, hogyD szimmetrikus mátrix.

VIII. Utolsó lépésként meghatározzukD minden egyes oszlopában lévő elemek összegét.

Amelyik oszlopban (k indexű) ez az összeg minimális lesz, az ahhoz tartozó paramé-

terezést tekintjük a képhez tartozó legjobb paraméterezésnek.
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3.2.2. Tesztelés

Tesztelésnél a Sobel és Prewitt élkereső algoritmusokat [35, 120] használtam. A Sobel algorit-

mus az

Mx =




−1 0 1

−2 0 2

−1 0 1


 (3.9)

szűr̋omaszkot alkalmazza azf szürkeárnyalatos képmátrixx-irányúGx(f)-fel jelölt gradien-

sének meghatározására. Azy irányúGy(f) gradiens el̋oállításához pedig az

My =




−1 −2 −1

0 0 0

1 2 1


 (3.10)

maszkot használjuk. A kapott gradiensekből az élmátrix úgy határozható meg, hogy azok a

pixelek lesznek élpixelek, melyek gradiens vektorának nagysága egy előre meghatározottτ

küszöbértéknél nagyobb, azaz √
G2

x(f)+G
2
y(f)≥ τ. (3.11)

A Prewitt élkeres̋o abban tér el a Sobel módszertől, hogy a szűr̋omaszkok különböznek:

Mx =




−1 0 1

−1 0 1

−1 0 1


 (3.12)

My =




−1 −1 −1

0 0 0

1 1 1


 (3.13)

Az eljárás teszelésekor véletlenszerűen kiválasztottamötszáz képet az Amsterdam Library

of Object Images (ALOI) adatbázisból [33], amely ezer különböz̋o objektumról készült képe-

ket tartalmaz. Az adatbázis néhány képe a 3.5. ábrán látható. Az adatbázis minden képe egy

tárgyról készült, amely homogén sötét háttérbe van helyezve. Néhány tárgy szín tekintetében

homogénnek tekinthető, míg vannak olyanok is, melyek több színből állnak.

A tesztelésnél 10 különböző paramétert használtam, azazN = 10 értékkel dolgoztam. A

használt küszöbértékek0,2-től 0,2-es növekménnyel mentek2-ig.

Annak eldöntése érdekében, hogy az automatikus meghatározott paraméterrel előállított

képmátrix megfelel e a felhasználói elvárásoknak, olyan tesztet hajtottam végre, ahol az algo-

ritmus által generált élmátrixot és a MATLAB Image Processing Toolboxa által automatikus

paraméter meghatározással előállított élmátrixot hasonlítottam össze.

36



Azt tapasztaltam, hogy Sobel maszk használatakor az esetek26%-ában, Prewitt maszkot

használva pedig az esetek29,2%-ában tértek el a két vizsgált módszer átal meghatározott para-

méter értékek0,1-nél kisebb mértékben egymástól. Így ezekben az esetekben lényegében közel

azonos paramétereket állított elő a két módszer. A fennmaradó esetekben, tehát amikor az elő-

állított paraméter értékek0,1-nél nagyobb mértékben eltértek egymástól, vizsgáltam, hogy a

felhasználó megítélése szerint melyik módszerrel előállított élmátrixok illeszkedik jobban az

eredeti képen elvárt élekhez. Eredményeimet a 3.2. táblázatban foglaltam össze.

Sobel szűr̋o Prewitt szűrő

Közel azonos küszöbérték 26% 29,2%

Különböz̋o küszöbérték esetén a saját eljárásunk jobb46,8% 41,2%

Különböz̋o küszöbérték esetén a másik eljárás jobb 13,6% 13,8%

Különböz̋o küszöbérték esetén hasonló eredmény 13,6% 15,8%

3.2. táblázat. Két automatikus paraméter meghatározást alkalmazó élkeres̋o eljárás

összehasonlítása.

3.3. Konklúziók

Kifejlesztettem egy olyan algoritmust, mely képes különböző paraméterekkel előállított régió-

felbontások közül a legjobbakat kiválasztani. Algoritmusuom az esetek 71%-ában a vizsgált 35

paraméterezés közül ki tud választani legfeljebb öt olyat,amelyek jónak tekinthetők.

Hasonló alapötlet alapján kidolgoztam egy élkeresésnél alkalmazható automatikus paramé-

ter meghatározó algoritmust. Kísérleteim azt igazolták, hogy más automatikus paraméterező

algoritmusnál jobb eredményt szolgáltat az eljárásom.
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4. fejezet

HOSVD alapú eljárások használata a képi

adatbázisok indexelésében

A tartalom alapú keres̋o rendszereknél nagy jelentősége van annak, hogy az adatbázisban tá-

rolt képek indexeinek elkészítését megelőzően milyen el̋ofeldolgozó eljárást használunk annak

érdekében, hogy az egyes képekből a képekre jellemz̋o tulajdonságokat kinyerjük. Az előfel-

dolgozási eljárás számos esetben például valamilyen simítást, illetve zajcsökkentést jelent.

Simítást többféle módon is meg lehet valósítani. Leggyakoribb erre a kép szűrése példá-

ul átlagoló, vagy Gauss maszkkal. Gyakran használt eljárása kép Fourier transzformálása oly

módon, hogy az előálló trigonometrikus tagokból csak az első pár tagot tartjuk meg. Hasonló

módszer lehet a magasabb rendű szinguláris érték dekompozíció (HOSVD - High Order Singu-

lar Value Decomposition) használata. Ebben az esetben a képet, mint három dimenziós tenzort,

ortonormált függvények kompozíciójaként állítjuk elő. Ha ebb̋ol az el̋oállításból is csak pár

tagot tartunk meg, akkor a Fourier transzformációhoz hasonlóan szűrést tudunk megvalósítani,

amelynek eredménye részletgazdagabb, így a képi indexek legyártására alkalmasabb eredményt

szolgáltat.

Az alábbiakban bemutatom a HOSVD eljárás matematikai hátterét és alkalmazási lehető-

ségeit a képek előfeldolozásában.

Jelenleg is folynak kutatások azzal kapcsolatban, hogy a HOSVD módszer által előállított

ortonormált függvények a képek közvetlen indexelésében milyen módon használhatóak fel.

Mivel az ezzel kapcsolatos eredmények még nem lettek publikálva, így a disszertációmnak

sem képezik részét.
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4.1. HOSVD áttekintés

A matematika approximációs módszereit igen széleskörben alkalmazzák különböz̋o problémák

megoldása során. Legyen

f(x), x= (x1, ..., xN )
T , xn ∈ [an, bn] , 1≤ n≤N,

egyn-változós sima függvény. Azf(x) függvény az alábbi módon approximálható egyválto-

zós ortonormált rendszert alkotó sima függvények segítségével :

f(x) =

I1∑

k1=1

...

IN∑

kN=1

αk1,...,knp1,k1(x1) · ... ·pN,kN (xN). (4.1)

ahol apn,kn(xn) függvények megválaszthatók egyrészt klasszikus módon ortonormált polino-

mok vagy trigonometrikus függvények formájában másrészt olyan jellegű függvények segítsé-

gével, melyek jellege a kiindulásin-változós függvényre nézve specifikus. Az approximáció

pontossága az (4.1)-ben szereplő egyváltozós függvények számától erősen függ. Az ún. maga-

sabb rendű szinguláris értékdekompozíció segítségével (HOSVD) egy újszerű módszer került

kidolgozásra az egyváltozós függvények ill. a hozzájuk társuló súlyok numerikus meghatáro-

zására. [112, 113, 114]. A módszer ortonormált polinomok vagy trigonometrikus függvények

helyett speciálisan meghatározott ortonormált rendszertalkotó függvényeket alkalmaz. Téte-

lezzük fel, hogy f(x) kifejezhet̋o w̃n,i(xn), xn ∈ [an, bn] függvények segítségével az alábbi

módon:

f(x) =

I1∑

k1=1

...

IN∑

kN=1

αk1,...,knw̃1,k1(x1) · ... · w̃N,kN (xN). (4.2)

LegyenA ∈ R
I1×...×IN egy azαi1,...,iN , 1≤ in ≤ In, 1≤ n≤N elemek által mehatározott

N dimenziós tenzor. Vezessük be a következő jelöléseket:

– A⊠nU : n-módú tenzor-mátrix szorzat, [55]

– A⊠
N
n=1Un : többszörös szorzatA⊠1U1⊠2U2...⊠N UN .

Az n-módú tenzor-mátrix szorzat az alábbi módon definiált :

LegyenU egyKn×Mn méretű mátrix ésA⊠nU egyM1× ...×Mn−1×Kn×Mn+1× ...×
×MN méretű tenzor, melyre fenáll a következő összefüggés:

(A⊠nU)m1,...,mn−1,kn,mn+1,...,mN

def
=

∑

1≤mn≤Mn

am1,...,mn,...,mN
Ukn,mn
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(4.2)-b̋ol kiindulva az f(x) függvény tenzor szorzat alakban az alábbi módon fejezhető ki :

f(x) =A⊠
N
n=1 w̃n(xn), (4.3)

aholw̃n(xn) = (w̃n,1(xn), ..., w̃n,In(xn))
T , 1≤ n≤N .

Belátható továbbá, hogy (4.3) felírható az alábbi formában [4, 112]:

f(x) =D⊠
N
n=1wn(xn), (4.4)

ahol

– D ∈ R
r1×...×rN egy speciális ún. magtenzor az alábbi tulajdonságokkal :

I. rn = rankn(A) azA tenzorn-módú rangja.

{(ai1,...,in−1,1,in+1,...,iN , ..., ai1,...,in−1,In,in+1,...,iN )
T :

1≤ ij ≤ In, 1≤ j ≤N},

II. D ortogonális: mindenn, α ésβ, α 6= β esetében érvényes, hogyDin=α ésDin=β

altenzorok ortogonálisak, azaz〈Din=α,Din=β〉= 0.

A 〈Din=α,Din=β〉 skaláris szorzat aDin=α ésDin=β, altenzorok megfelelő elemei

szorzatának összegét jelöli.

III. Rendezettség:‖Din=1‖≥‖Din=2‖≥· · ·≥‖Din=rn‖>0 minden lehetségesn értékre

(‖Din=α‖= 〈Din=α,Din=α〉 aDin=α tenzor Kronecker-normáját jelöli).

– wn(xn) = (wn,1(xn), ..., wn,rn(xn))
T , 1 ≤ n ≤ N, elemei ortonormáltakL2 értelemben

az[an, bn] intervallumon azaz

∀n :

∫ bn

an

wn,in(xn)wn,jn(xn)dx= δin,jn ,

1≤ in, jn ≤ rn,

aholδi,j az ún. Kronecker féle függvény (δi,j = 1, hai= j ésδi,j = 0, hai 6= j)

A (4.4) alakot a (4.2) függvény HOSVD kanonikus alakjának nevezzük [4, 112].

Osszuk fel az[an, bn], n= 1..N intervallumokatMn darab diszjunkt△n,mn
, 1≤mn ≤Mn

részintervallumra az alábbi módon:
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ξn,0 = an < ξn,1 < . . . < ξn,Mn
= bn,

△n,mn
= [ξn,mn

, ξn,mn−1).

Tételezzük fel hogy a (4.2) egyenletben szereplőwn,kn(xn), xn ∈ [an, bn] , 1≤ n≤N függvé-

nyek szakaszonként folytonosan differenciálhatók. Tegyük fel továbbá, hogy azf(x) függvény

megfigyelhet̋o annakxn,mn
∈△n,mn

, 1≤mn ≤Mn, 1≤ n≤N pontjaiban.

A HOSVD-ből kiindulva egy új módszer került kidolgozásra azf(x) függvény kanonikus

formájának numerikus rekonstrukciójára annakf(yi1,...,iN ), 1 ≤ in ≤Mn, 1 ≤ in ≤ N értékei

alapján[4].

Diszkretizáljukf(x)-et annak rácspontjaiban az alábbi módon:

bm1,..,mN
= f(ym1,..,mN

).

A kapottbm1,..,mN
értékek alapján hozzunk létre egyN dimenziósM1×...×MN méretű tenzort :

B = (bm1,...,mN
). (4.5)

Diszretizáljuk továbbá awn(xn) függvényeketxn,mn
felett és az így kapott értékekből hoz-

zuk létre aWn mátrixokat:

Wn =




wn,1(xn,1) wn,2(xn,1) · · · wn,rn(xn,1)

wn,1(xn,2) wn,2(xn,2) · · · wn,rn(xn,2)
...

. . .
...

wn,1(xn,Mn
) wn,2(xn,Mn

) · · · wn,rn(xn,Mn
)




(4.6)

A B tenzor (4.4) és (4.6) segítségével egyszerűen megadható az alábbi módon:

B =D⊠
N
n=1Wn. (4.7)

4.2. Digitális képek HOSVD alapú reprezentációja

Legyenf(x),x = (x1, x2, x3)
T a digitális képek leíró függvény, aholx1 ésx2 a képpont ko-

ordinátáját,x3 pedig a színkomponenst fejezi ki, azazRGBszíntérben ez a piros, zöld és kék

komponenseket jelenti. Azf(x) függvény a fentebb már részletezett egyváltozós ortonormált

rendszert alkotó függvények segítségével a következőképpen fejezhető ki :

f(x) =

I1∑

k1=1

I2∑

k2=1

I3∑

k3=1

αk1,k2,k3w̃1,k1(x1) · w̃2,k2(x2) · w̃3,k3(x3). (4.8)
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A képpontok piros, zöld és kék komponensei egym×n×3 tenzorban tárolhatók, aholn

ésm a kép szélességét és magasságát jelöli. Az így kapott tenzort jelölje B. Első lépésként a

w̃n,kn , 1 ≤ n ≤ 3, 1 ≤ kn ≤ In függvényeket kell rekonstruálni aB tenzor szinguláris értékde-

kompozíciója segítségével, azazB felírható az alábbi módon:

B =D⊠
3
n=1U

(n) (4.9)

aholD az ún. magtenzort jelöli, azU(n), 1≤ n≤ 3 mátrix oszlopvektorai pedig azn-edik,

1≤n≤3 dimenzióhoz tartozó egyváltozós ortonormált rendszert alkotó w̃n,kn(xn) függvények

diszkretizált változatainak felelnek meg. (Lásd a 4.1. és a4.2. ábrát.)

4.1. ábra. Egy három dimenziós tömb mátrixokra bontásának három lehetséges módja.

Legyens∈{1,2, ...} azon pixelek száma, melyeket a közvetlen szomszédságban lévő pixe-

lek közé be szeretnénk ágyazni horizontális és vertikális irányokban egyaránt. Tekintsük elő-

ször azU(1) mátrix els̋o oszlopát. Az el̋oző fejezetek alapján belátható, hogy aw̃1,1(1) azU (1)
1

vektor els̋o, w̃1,1(2) a második,...,̃w1,1(Mn) pedig azMn-edik elemét jelöli.

Ahhoz, hogy a kép felbontását HOSVD-t használva megnöveljük azU(i), i= 1..2 mátrixo-

kat módosítani kell. Az oszlopok száma változatlan marad, asorok számas függvényében az

alábbiak szerint fog megváltozni : (JelöljükV(1)-el a módosított mátrixot.)

Tekintsük példaként azU(1) mátrixU (1)
1 oszlopát.V (1)

1 elemei a következ̋oképpen alakul-

nak:
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4.2. ábra. A HOSVD szemléltetése 3-dimenziós tömb esetén. Itt S a magtenzor,Ul-ek pedig

azl-módú szinguláris mátrixok.

V
(1)
1 (1) :=U

(1)
1 (1), V (1)

1 (s+2):=U
(1)
1 (2), V (1)

1 (2s+3):=U
(1)
1 (3),...,V (1)

1 ((Mn−1)s+Mn) :

:= U
(1)
1 (Mn).

V
(1)
1 hiányzó elemeit interpolációval határozzuk meg. Interpolációs eljárásként a kubikus

spline interpolációt alkalmaztuk. Hasonlóképpen járunk el azU(1) fennmaradó oszlopai eseté-

ben is. A nagyított képet aV(n) mátrixok és a magtenzor alapján a (4.9) összefüggés segítsé-

gével kapjuk meg.

4.2.1. Megjegyzések a kanonikus alakhoz

Az alábbiakban megvilágítjuk az alkalmazott HOSVD alapú algoritmus elméleti hátterét két-

változós

f(x, y), 0≤ x≤ T1, 0≤ y ≤ T2 (4.10)

függvények esetében, megjegyezve, hogy a skalár esetre érvényes elméleti eredmények megfe-

lelő módosításokkal átvihetők azokra az esetekre is, amikor azf függvény nem skalár, hanem

vektorértékű (pl. a képfeldolgozás esetében 3 dimenziós vektor értékű), illetve ha mátrix ér-

tékű (ld. [1] és [2] 3. fejezetei). Az elméleti háttér segítmegérteni az algoritmus jellegét és

értelmezni az eredményeket, amelyek az egyes feladatokban(pl. kép (el̋o)feldolgozása, lényeg

kiemelése, stb.) sajátos jelleget ölthetnek.
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A kanonikus el̋oállítás alapját azN = 2 esetben E. Schmidt integrálegyenletekre vonatko-

zó klasszikus eredménye [90] képezi, melyet általános formában a Hilbert tereken értelmezett

ún. Hilbert-Schmidt típusú operátorokra vonatkozó elmélet tárgyal (ld. [1] és [2] 3. fejezetei).

Megjegyezzük, hogy ez az előállítás felfogható úgy is, mint a mátrixok szinguláris érték fel-

bontásának (SVD) folytonos analogonja.

Legyen0<T1, T2<∞ és legyen adva egyf(x, y) folytonos függvény a[0, T1]×[0, T2]-on.

JelöljeH1, illetveH2 a [0, T1], illetve [0, T2] felett négyzetesen integrálható függvények Hilbert

terét. Tekintsük azAf :H2 →H1 Hilbert-Schmidt integráloperátortf(x, y) magfüggvénnyel,

azaz legyen

ϕ(x) = (Afψ) (x) =

T2∫

0

f(x, y)ψ(y)dy, ψ ∈H2. (4.11)

JelöljeA∗
f :H1 →H2 azAf adjungált operátorát, azaz legyen

ψ(x) =
(
A∗

fϕ
)
(x) =

T2∫

0

f(x, y)ϕ(x)dx, ϕ ∈H1. (4.12)

Ekkor azA∗
fAf ésAfA

∗
f Hilbert-Schmidt integráloperátorokK1, illetveK2 folytonos szim-

metrikus magfüggvényei :

K1(r1, r2) =

T1∫

0

f(z, r1)f(z, r2)dz, 0≤ r1, r2 ≤ T2 (4.13)

és

K2(s1, s2) =

T2∫

0

f(s1, z)f(s2, z)dz, 0≤ s1, s2 ≤ T1. (4.14)

Az A∗
fAf ésAfA

∗
f operátorok kompakt pozitív operátorok egyazon diszkrét spektrummal.

Jelölje a nemnulla sajátértékeik monoton csökkenő sorozatátλ1 ≥ λ2 ≥ . . . > 0 és legyenϕk,

k = 1,2, . . . azA∗
fAf operátorλk sajátértékeihez tartozó normált sajátfüggvények sorozata.

Ekkor

A∗
fAfϕk = λkϕk, k = 1,2, . . . (4.15)

A

ψk = Afϕk, k = 1,2, . . . (4.16)

függvények sorozata azAfA
∗
f operátorλk sajátértékeihez tartozó normált sajátfüggvényeit de-

finiálja, melyre

AfA
∗
fψk = λkψk, k = 1,2, . . . (4.17)
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A Hilbert-Schmidt operátorokra fennálló eredmények szerint azf(x, y) függvény megadható

f(x, y) =
∞∑

k=1

λkϕk(x)ψk(y), 0≤ x≤ T1, 0≤ y ≤ T2 (4.18)

alakban, továbbá a legjobb bilineáris közelítésre igaz, hogy

inf
uk∈HT1

,vk∈HT2
, 1≤k≤N

∥∥∥∥∥f(x, y)−
N∑

k=1

uk(x)vk(y)

∥∥∥∥∥
L2

=

∥∥∥∥∥f(x, y)−
N∑

k=1

λkϕk(x)ψk(y)

∥∥∥∥∥
L2

.

(4.19)

A közelítés pontossága aλk sajátértékek aszimptotikus viselkedésétől függ, amely azf függ-

vényre fennálló simasági feltételek mellett becsülhető [11].

Ha azf(x, y) magfüggvény el̋oállíthatóf(x, y) =
N∑
k=1

λkϕk(x)ψk(y) véges alakban, akkor

azf függvényt elfajult magfüggvénynek nevezzük és ebben az esetben azAf operátor képtere

végesdimenziós Hilbert tér. Ha aλk sajátértékek különöz̋oek, akkor ez az előállítás egyértelmű

és megegyezik azf függvény kanonikus előállításával.

4.3. A Fourier transzformáció és a HOSVD kapcsolata

Az előzőekben bemutatott HOSVD alapú eljárásw̃n,i(xn), xn∈[an, bn] ortonormált egyváltozós

függvényeket alkalmaz egyn-változós sima függvény approximálására. Megfigyelhettük, hogy

a w̃n,i(xn) függvényeket numerikusan elő tudjuk állítani és hogy azok milyen tulajdonságokkal

rendelkeznek. Összehasonlítva a bemutatott eljárást a Fourier transformációval, hasonlóságokat

figyelhetünk meg a viselkedésükben. Közismert, hogy a Fourier transzformáció trigonometri-

kus függvényekkel van szoros kapcsolatban, míg a HOSVD eljárás során kapott̃wn,i(xn) függ-

vények az approximálandón-változós függvény szempontjából specifikusak. Mindkét esetben

a függvények ortonormált rendszert alkotnak. Mivel HOSVD esetében specifikus függvények-

ről van szó, sokkal kevesebb komponensre van szükség ugyanannak az approximációs pontos-

ságnak az elérésére mint Fourier esetben. A további összehasonlítás kedvéért említsünk meg

néhány közös alkalmazást:

Fourier esetben simítást hajthatunk végre, ha a nagyobb frekvenciájú komponenseket el-

hagyjuk (aluláteresztő szűrés).

HOSVD esetben hasonló hatást érünk el, ha a kisebb szinguláris értékekhez tartozó poli-

lineáris függvényeket hagyjuk el. Ugyanez a koncepció adattömörítésre is alkalmazható mind

HOSVD mind pedig Fourier transzformáció esetében.
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Ellenkez̋o esetben, azaz ha az alacsonyfrekvenciájú komponenseket hagyjuk el (felülát-

ereszt̋o szűrés) élkeresőt kapunk, ami HOSVD esetében a nagyobb szinguláris értékekhez tar-

tozó függvények elhagyását jelenti.

A nagyfrekvenciás komponensek egy küszöb alatti elhagyásaszignifikáns információvesz-

teséget jelent, ami hullámok formájában jelentkezik a képen. Ezek természetesen a trigono-

metrikus jelleg miatt jelennek meg. A bemutatott HOSVD alapú eljárás során viszont ilyen

hullámok nincsenek, sokkal kisebb az a küszöbérték, amelynél már látványos hiba (informá-

cióveszteség) jelentkezik a képen.

LegyenCn, 0 ≤ Cn ≤ In, n = 1..N az elhagyott oszlopok száma azn-edik dimenzióhoz

tartozó ortonormált mátrixra vonatkozóan. A fentebb említett képtömörítésre felírható az alábbi

összefüggés:

f(x) =

I1−C1∑

k1=1

I2−C2∑

k2=1

I3−C3∑

k3=1

αk1,k2,k3w̃1,k1(x1) · w̃2,k2(x2) · w̃3,k3(x3). (4.20)

4.3.1. Példák a HOSVD eljárások használatára

Az alábbi példák jól szemléltetik, hogy a javasolt megközelítésnek jó tömörítési képessége van,

amely igazolja alkalmazatóságát a képfeldolgozás területén is.

Az 4.3–4.7. ábrákon megfigyelhető, hogy ugyanazon kép közelítése a HOSVD-alapú, illet-

ve a Fourier-alapú megközelésítéssel milyen különbségeket ad. Ahogy a felhasznált komponen-

sek száma csökken, a képminőségben felfedezhetó különségek egyre szignifikánsabbá válnak.

A példákban mind a HOSVD-alapú, mind pedig a Fourier-alapú megközelítésnél ugyanannyi

komponenst használtunk fel annak érdekében, hogy láthatóvá váljon a felhasznált komponen-

sek számának hatása a kép minőségére.

A 4.7. ábrán jól megfigyelhető, hogy a Fourier-alapú eljárás használata esetén a Fourierso-

rok tulajdonságának megfelelően periodikus hullámok jelennek meg a képen, míg a megfelelő

HOSVD alapú eljárás esetén (lásd a 4.6. ábrát) nem érzékelhetők ilyen „hibák”.

A 4.8–4.11. ábrákon látható képek mutatják a HOSVD-alapú eljárás hatékonyságát képek

nagyítása esetén. Az eredmény képeket összevetjük a bilineáris és bikubikus képinterpolációs

eljárások eredményeivel.
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4.3. ábra. Eredeti kép (24-bites RGB)

4.4. ábra. HOSVD-alapú approximáció 7500 polineáris függvény komponens felhasználásával

47



4.5. ábra. Fourier-alapú approximáció 7500 trigonometrikus függvény komponens

felhasználásával

4.6. ábra. HOSVD-alapú approximáció 2700 polilineáris függvény komponens

felhasználásával
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4.7. ábra. Fourier-alapú approximáció 2700 trigonometrikus függvény komponens

felhasználásával

4.8. ábra. Az eredeti kép.
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4.9. ábra. 10-szeres nagyítású kép bilineáris interpoláció használatával

4.10. ábra. 10-szeres nagyítású kép bikubikus interpoláció használatával
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4.11. ábra. 10-szeres nagyítású kép HOSVD-alapú eljárás használatával. Jól látható, hogy az

élek élesebbek, mint más eljárások esetén.
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5. fejezet

Távolsági- és hasonlósági mértékek az

indexek összehasonlítására

A tartalom alapú keres̋o rendszerek működésének hatékonysága két fontos jellemzőtől függ.

Az els̋o, hogy mennyire képes a rendszer olyan leírókat, indexeketelőállítani, amelyek az adat-

bázisban tárolt képek tulajdonságait jól, a rendszer céljainak megfelel̋o módon jellemzik. A

másik fontos jellemz̋o pedig, hogy az előállított leírókat hogyan lehet egymással összemérni,

és ezen összevetés alapján a valamilyen szempontból hasonló képeket megtalálni.

A disszertáció 2. fejezetében bemutattam, hogy az egyes színleírók, valamint a textúra- és

alakzat leírók összehasonlítására melyek a legelterjedtebb módszerek. Jelen fejezetben be kí-

vánom mutatni a leggyakrabban használt színleíró, a színhisztogram összehasonlítására kifej-

lesztett módszereket, illetve ezek javítására mutatok be egy eljárást az összehasonlításkor alkal-

mazott súlyozások megváltoztatásával. Az általam kifejlesztett új súlyok haszálatával végzett

teszteket is ismertetem, melyek igazolják a hatékonyabb m˝uködést.

5.1. Irodalmi áttekintés

A {hi} hisztogram egy leképezés aN -dimenziósi egész elemű vektorok halmazáról a nem-

negatív valós számok halmazára [83]. Szürkeárnyalatos képek eseténN az intenzitás értékek

kvantálása után előálló vödörszámot jelöli, ah hisztogrami indexű értéke pedig megadja, hogy

azi-edik intenzitás vödörbe eső képbeli intenzitásértékeknek milyen a relatív gyakorisága. Az

irodalomban néhány esetben megkülönböztetik a szürkeárnyalatos hisztogramot és a normali-

zált hisztogramot, melyek közötti különbség, hogy első esetben az egyes vödörbe eső intenzi-

tás értékek gyakoriságát, míg második esetben ezek relatívgyakoriságát (képmérettel normált
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értékét) vesszük figyelembe. Mivel két hisztogram összehasonlítása csak normálást követően

lehetséges, ezért értelemszerűen minden esetben a normalizált hisztogramot értem hisztogram

alatt.

Színes képek hisztogramjai is könnyen értelmezhetőek oly módon, mint egy szürkeárnya-

latos kép hisztogramja, ahogy ezt az 2. fejezetben bemutattam.

Számos távolság-, illetve hasonlósági mérték került bevezetésre a hasonlóság mérésére két

hisztogram, pl.H = {hi} ésK = {ki} között, melyeket röviden bemutatok az alábbiakban.

A leggyakrabban alkalmazott távolság az ún. Minkowski-féle távolság [56]:

dLr
(H,K) =

(
N∑

i=1

|h(i)−k(i)|r
)1/r

, (5.1)

aholr általában 1, 2, vagy+∞. Könnyen belátható, hogyr=2 esetén az euklideszi távolsággal

egyezik meg a Minkowski távolság. AL1 norma használatakor a

dL1(H,K) =
N∑

i=1

|h(i)−k(i)| (5.2)

távolságot, azL∞ használatakor pedig a

dL∞
(H,K) = max {|h(i)−k(i)|}i=1,2,...,N (5.3)

távolságot kapjuk.

Az 5.1. ábrán látható egy keresés eredménye, ahol hisztogramokat azL1 norma haszná-

latával hasonlítottunk össze. Hasonló eredmények azL2 norma használatával a 5.2., azL∞

normával pedig a 5.3. ábrán láthatóak.

Swain és Ballard értelmezte a hisztogram-metszet [111] mértéket, mely az els̋o CBIR rend-

szerekben széles körben alkalmazott módszer volt.

d∩(H,K) = 1−

N∑
i=1

min(h(i), k(i))

N∑
i=1

k(i)

(5.4)

Gyakran alkalmazott módszerek még az alábbi hasonlósági mértékek.

– Kullback-Leibler divergencia [54]:

dKL(H,K) =
N∑

i=1

h(i) log
h(i)

k(i)
(5.5)
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5.1. ábra. A bal fels̋o sarokban lév̋o képhez hasonló képek egy képi adatbázisból. A keresésnél

színhisztogramokat hasonlítottunk össze azL1 normájú Minkowski távolság használatával.

5.2. ábra. A bal fels̋o sarokban lév̋o képhez hasonló képek egy képi adatbázisból. A keresésnél

színhisztogramokat hasonlítottunk össze azL2 normájú Minkowski távolság használatával.
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5.3. ábra. A bal fels̋o sarokban lév̋o képhez hasonló képek egy képi adatbázisból. A keresésnél

színhisztogramokat hasonlítottunk össze azL∞ normájú Minkowski távolság használatával.

– Jeffrey divergencia [81]:

dJ(H,K) =
N∑

i=1

(
h(i) log

h(i)

m(i)
+k(i) log

k(i)

m(i)

)
, (5.6)

aholm(i) = h(i)+k(i)
2

.

– Illeszkedési távolság [101]:

dM(H,K) =
N∑

i=1

∣∣h̄(i)− k̄(i)
∣∣ , (5.7)

aholh̄(i) =
∑

j≤i h(j) a{h(i)} kumulált hisztogramja, és hasonlóan értelmezettk̄(i) is.

– Kolmogorov-Smirnov távolság:

dKS(H,K) =
N

max
i=1

(∣∣h̄(i)− k̄(i)
∣∣) (5.8)

Elterjedt távolsági mérték még a kvadratikus formátumú távolság [73]:

dA(H,K) =

√
(h−k)T A (h−k), (5.9)

aholh ésk a hisztogramok vektori alakjai. A vödrök közötti távolságok súlyozása azA mát-

rixban jelenik meg. Vegyük észre, hogy súlymátrixként az egységmátrixot választva pont az

euklideszi távolságot eredményezi a kvadratikus távolság. Az alábbiakban bemutatom, hogy a

súlyokat milyen módon lehet meghatározni annak érdekében,hogy minél hatékonyabb keresést

tudjunk megvalósítani.
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5.2. Újfajta távolság értelmezése

A kvadratikus távolságnál értelmezett súlymátrix használatát többek között az is indokolja,

hogy a hisztogramvödrök meghatározásakor végrehajtott kvantálás egyik következményeként

előállhat olyan eset, hogy két egymáshoz nagyon közeli szín más hisztogram vödörbe esik,

így Minkowski távolság használatakor nem hasonlítjuk össze őket, míg két egymástól távo-

labb található szín ugyanabba a hisztogram vödörbe kerülhet. Ezt szemlélteti a 5.4. ábra. A

zöld pontokkal jelölt színintenzitások közelebb vannak egymáshoz, mint a kék pontokkal jelölt

színintenzitás értékek, mégis csak az utóbbiak esnek azonos hisztogram vödörbe.

5.4. ábra. Közeli színek különböző hisztogram vödrökbe, míg távolabbi színek azonos

hisztogram vödrökbe eshetnek.

Az előző fejezetben említett kvadratikus formátumú távolság esetén azA=[aij] súlymátrix

meghatározására a [10] cikkben a következő eljárást használják: Két hisztogram összetartozó

vödrei esetén a súly legyen 1, szomszédos vödröknél 0.5, egyéb esetben pedig 0.

Ennek az eljárásnak hátránya, hogy a szomszédos vödrök esetén nem veszi figyelembe,

hogy azok egy háromdimenziós hisztogram esetén milyen szomszédok. Képzeljük el ugyanis,

hogy h(i, j, k) szomszédjah(i− 1, j, k), h(i− 1, j − 1, k) valaminth(i− 1, j − 1, k− 1) is.

Nem célszerű viszont mindhárom esetben ugyanazt a súlyt alkalmazni, hiszen a hisztogram

adott vödre által reprezentált színek a legközelebbh(i, j, k) ésh(i− 1, j, k) esetén lesznek

egymáshoz, míg legtávolabbh(i, j, k) ésh(i−1, j−1, k−1) esetén.

Az eljárás azonban javítható a következők szerint. Képzeljük el, hogy a háromdimenziós

térben a hisztogram vödrök minden irányban azonos szélességűek. Tekintsük ezt a szélességet
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egy egységnek. Az éppen vizsgált hisztogram vödör (h(i, j, k)) középpontjából rajzoljunk fel

képzeletben egy egységnyi sugarú gömböt. Vizsgáljuk meg, hogy ez a gömb milyen mértékig

metsz bele a szomszédos hisztogram vödrökbe és ezek arányáthasználjuk a kvadratikus távol-

ság súlyozására. Az alábbi eredményeket fogjuk kapni négy tizedesre kerekítve, ha a középelem

(vödör) súlyát egynek tekintjük (ld. a 5.5. ábrát) :

– Középelem súlya:1

– Lapközéppont súlya:0.2055

– Élközéppont súlya:0.0147

– Sarokelem súlya:0.0002

5.5. ábra. Hisztogram vödör középpontjától egy vödör szélességnyire lév̋o intenzitások

halmaza két dimenzióban ábrázolva.

Ennek megfelel̋oen azu és av kép RGB hisztogramjának távolsága a következő módon

alakul :

d(hu, hv) =
N∑

r=1

N∑

g=1

N∑

b=1

[(hu(r, g, b)−hv(r, g, b))2+

+ (0.2055∗(hu(r−1, g, b)−hv(r−1, g, b)))2+ . . .+

+ (0.0147∗(hu(r−1, g−1, b)−hv(r−1, g−1, b)))2+ . . .+

+ (0.0002∗(hu(r−1, g−1, b−1)−hv(r−1, g−1, b−1)))2+ . . .]
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A távolságra érdemesebb viszont a kvadratikus alak bevezetésénél használt 5.9 képletet al-

kalmazni, amihez szükséges azA mátrix meghatározása. Ennek felépítéséhez azt kell figyelem-

be vennünk, hogy a háromdimenziósh(i, j, k) hisztogram hogyan alakítható át egydimenziós

h′(l) hisztogramá. Ehhez az

l = (N−1)2 · i+(N−1) ·j+k (5.10)

összefüggés szükséges, aholN jelöli minden egyes színcsatorna vödreinek számát. A jelölés-

rendszernél figyelembe vettük, hogyi, j, k ∈ {1, . . . , N}, és úgyl ∈ {1, . . . , N3}. Ez alapján

viszont azA súlymátrix méreteN3×N3 lesz, amivel igen lassúak lennének az egyes távolsá-

gok kiszámításai a

d(H ′
u, H

′
v) =

√
(h′

u−h′
v)

T
A (h′

u−h′
v) (5.11)

képlet alkalmazásával.

Ezen könnyíthet, haA mátrixon végrehajtunk egy szinguláris érték dekompozíciót.

Hasonlóan megvizsgálhatjuk, hogy milyen súlyokat eredményez, ha az elképzelt gömb su-

gara 1.5 egység (ld. a 5.6. ábrát) :

– Középelem súlya:1

– Lapközéppont súlya:0.9430

– Élközéppont súlya:0.5089

– Sarokelem súlya:0.1718

5.3. Kísérletek

A kísérleteket a Columbia Object Image Libray (COIL-100) képiadatbázis [72] képeivel vé-

geztem el. Ebben az adatbázisban 100 különböző objektumról készült képek találhatók, melyek

homogén sötét háttérben készültek. Minden objektumról 72 különböz̋o felvétel készül, melyek

az objektumot körbejárva5◦-kal eltér̋o irányokból készültek azonos megvilágítási viszonyok

mellett. Az adatbázis néhány képe példaként a 5.7. ábrán látható.

A kísérleteket úgy végeztük el, hogy minden objektumról kiválasztottunk 12 különböző

felvételt véletlenszerűen. Így kaptunk egy 1200 képet tartalmazó adatbázist. Ebből kiválasz-

tottunk minden objektum esetén egy-egy képet, majd vizsgáltuk, hogy a különböz̋o távolságok
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5.6. ábra. Hisztogram vödör középpontjától másfél vödör szélességnyire lév̋o intenzitások

halmaza két dimenzióban ábrázolva.

5.7. ábra. A Columbia Object Image Library (COIL-100) néhány mintaképe.
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használata esetén a kereséshez használt képen taláható objektummal azonos objektumot tartal-

mazó képek hányadik helyen vannak a távolsági rangsorban. Vizsgáltuk a minimális, az átlagos

és a maximális távolságát ezeknek a képeknek.

A 5.1. táblázatban összefoglaljuk, hogy 1200 képre elvégezve a kísérletünket, hány esetben

adott jobb, illetve rosszabb eredményt a súlyozást alkalmazó algoritmus, mint a súly nélküli

kvadratikus távolság.

Súlyozott jobb Azonos Súlyozás nélküli jobb

Minimális távolság 49 1108 43

Távolságok mediánja 338 617 245

Távolságok átlaga 558 301 341

Maximális távolság 518 350 332

5.1. táblázat. A súlyozott és a súlyozás nélküli kvadratikus távolsággal való keresés

eredményeinek összehasonlítása.

A 5.2. táblázat megmutatja, hogy a távolságok átlaga mennyi.

Súlyozott Súlyozás nélküli

Minimális távolság 2.1533 2.1792

Távolságok mediánja 58.2933 61.5633

Távolságok átlaga 90.4008 94.2705

Maximális távolság 317.8300 327.9233

5.2. táblázat. A súlyozott és a súlyozás nélküli kvadratikus távolságok statisztikai jellemzői.

A 5.3. táblázatban összefoglaljuk, hogy 1200 képre elvégezve a kísérletünket, hány eset-

ben adott jobb, illetve rosszabb eredményt a súlyozást alkalmazó algoritmus, mint a más súlyt

használó távolság.

A 5.4. táblázat megmutatja, hogy a távolságok átlaga mennyi.

A bemutatott eredmények igazolják, hogy szín alapján hasonló képek keresése esetén érde-

mes a Minkowski távolság helyett súlyozott kvadratikus távolságot alkalmazni, a súlyok meg-

határozásánál pedig érdemes figyelembe venni, hogy a vizsgált hisztogram vödrök elhelyezke-

dése milyen egymáshoz képest.
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Súlyozott jobb Azonos Más súly jobb

Minimális távolság 77 1073 50

Távolságok mediánja 357 564 279

Távolságok átlaga 505 278 417

Maximális távolság 460 325 415

5.3. táblázat. Két különböző súlyozású kvadratikus távolsággal való keresés eredményeinek

összehasonlítása.

Súlyozott Más súly

Minimális távolság 2.1533 2.1942

Távolságok mediánja 58.2933 55.5358

Távolságok átlaga 90.4008 87.7430

Maximális távolság 317.8300 310.3650

5.4. táblázat. Két különböző súlyozású kvadratikus távolságok statisztikai jellemzői.
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6. fejezet

Skicc alapú keres̋o rendszer

A képen található információk közül sok esetben nem a színek, azok eloszlása, vagy a textúra az

igazán fontos a felhasználó számára, hanem a képen található objektumok alakja. Amennyiben

alakzat alapján szeretnénk keresést végrehajtani egy képiadatbázisban az alakot valamilyen

módon reprezentálni kell. Erre egy gyakran használt lehetőség az, hogy a felhasználó felvázol

egy skiccet a kereső felületen, majd ezen skicchez hasonló alakú határvonalakkal rendelkez̋o

objektumot tartalmazó képeket keresünk az adatbázisban.

Skicc alapú keres̋o rendszerek használata nagyon fontos és hasznos lehet az élet több terü-

letén. Sok esetben a gondolatainkat legjobban rajzok, ábrák segítségével tudjunk ugyanis kife-

jezni. A következt̋okben bemutatok pár területet, ahol skicc alapú kereső rendszerek használata

indokolt lehet.

A tartalom alapú keres̋o rendszereknek nagy jelentősége van a rendőrségi nyomozások te-

rületén. Fantom képek, tetoválások és graffitik azonosítása hasznos lehet ezen eljárások le-

folytatása esetén. Hasonló azonosító rendszerek, melyek skiccek azonosításán alapulnak már

kifejlesztésre kerültek [44, 46, 45].

A skicc alapú keres̋o rendszerek másik felhasználási lehetősége az analóg áramköri rajzok

nagy adatbázisában való keresés [38]. A felhasználó elkészíti egy analóg áramkör vázlatát,

majd a rendszer megtalálja a rajzhoz leginkább hasonló áramköri tervrajzokat az adatbázisból.

A skicc alapú keresés először a QBIC [32] és a VisualSEEK [103] rendszerekben jelen-

tek meg. Ezekben a rendszerekben a felhasználó színes vázlatokat és foltokat rajzolhat a rajz

felületre. A képek több területre vannak felosztva, és a szín valamint textúra jellemz̋ok ezen te-

rületekre vannak meghatározva. A képek felosztásának módszere más algoritmusokra is jellem-

ző, például az élhisztogram leíró (EHD) módszerre [25]. Hátránya ezeknek a rendszereknek,

hogy nem invariánsak a forgatásra, átméretezésre és eltolásra. Kés̋obb a bonyolult és robosz-
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tus leírók fejlesztése vált meghatározóvá. Más kutatási megközelítés a fuzzy logika és neurális

hálózat alapú eljárások használata. Ezekben az esetekben afejlesztés f̋o célja a képjellemz̋ok

megfelel̋o súlyozásának meghatározása [63].

6.1. Kifejlesztett rendszer

Ebben a fejezetben ismertetem kifejlesztett rendszerünk célját és általános felépítését. Bemu-

tatom az egyes komponenseket és azok egymás közötti kommunikációját, valamint az egyes

alrendszerek funkicóit és a felhasznált algoritmusokat.

6.1.1. A rendszer célja

Bár a skicc alapú kereső rendszerek (SBIR) kutatása nagy mértékben növekszik, jelenleg még

nem létezik széles körben használható SBIR rendszer. Célunk az volt, hogy kifejlesszünk egy

olyan tartalom alapú asszociatív kereső motort, amely létez̋o képi adatbázisokból kinyeri a fel-

használó által felvázolt rajzhoz hasonló alakzatokat tartalmazó képeket. Ehhez a felhasználó

számára rendelkezésre áll egy rajz felület, ahol alakzatokat és momentuomkat vázolhat fel, a

rendszer pedig az alakzat az elhelyezkedés és méret információk figylembe vételével keresi

meg a rajzhoz hasonló képeket. A kinyert eredmény képeket pedig szín alapján tovább ren-

dezzük, így különítve el egymástól a különböző típusú eredmény képeket. Legfőbb feladatunk

volt, hogy áthidaljuk a szabadkézi rajzok és a digitális képek közötti információs szakadékot,

amelyet saját előfeldolgozó algoritmusunkkal valósítottunk meg. A kifejlesztett rendszerünk-

ben visszacsatolási lehetőség is van, melynek segítségével a felhasználó igényeihezmég jobban

illeszked̋o képeket tudunk eredményként szolgáltatni.

6.1.2. Rendszerünk általános felépítése

A rendszet épít̋okockái közül els̋o az el̋ofeldolgozó alrendszer, amely a képek diverzitása által

okozott problémákat feloldását valósítja meg. A jellemző vektor generáló alrendszer minden

egyes képhez hozzárendel egy numerikus leírót képből kinyert adott tulajdonságok figyelembe

vételével. Az adatbáziskezelő alrendszer egy interfészt valósít meg a programunk és az adatbá-

zis között. A visszakereső alrendszer a jellemző vektorok és a minta képek felhasználásával a

legjobb találatokat tartalmazó képlistát ad át a megjelenítő alrendszernek. A rendszer globális

felépítése az 6.1. ábrán látható.
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6.1. ábra. A rendszer globális felépítése

A tartalom alapú visszakeresés metódusa két fő részre osztható. Az első az adatbázis építé-

sének fázisa, amelyben az előfeldolgozott képek eltárolása történik a kinyert jellemző vektorok

formájában. Ezt a fázist tekinthetjük a program off-line részének. Ez a rész foglalja magában

a leginkább számítás igényes feladatokat, amelyeket a program aktuális használata előtt kell

elvégezni. A másik fázis a visszakeresési eljárás, amely azon-line egysége a programnak.

6.2. ábra. A rendszer folyamatábrája a felhasználó szemszögéb̋ol

Tekintsük át a rendszer folyamatábráját a felhasználó szemszögéb̋ol (lásd a 6.2. ábrát). Elő-

ször a felhasználó rajzol egy skiccet, vagy betölt egy már korábban elkészített vázlatrajzot.

Ezt követ̋oen a visszakeresési eljárás elindul. A vizsgált képen képen először végrehajtunk egy

előfeldolgozást, majd a jellemző vektorok elkészítése történik meg. Ezt követően a jellemz̋o

vektorokat hasonlítjuk össze az adatbázisban tárolt képekmár korábban legenerált jellemző

vektoraival. A legjobb találatok megjelenítésre kerülneka felhasználói felületen színek alapján

csoportosított formában. Ezt követően még az eredmények között a felhasználó megjelölheti,

hogy melyik képet a leginkább megfelelőnek és a rendszer ehhez hasonlókat keres az adatbá-

64



zisból.

6.1.3. Az el̋ofeldolgozó alrendszer

Rendszerünket alapvetően viszonylag egyszerű képeket tartalmazó adatbázisbanvaló keresésre

terveztük, de még ebben az esetben is nagy mértékű különbségek adódhatnak a képek méreté-

ben, felbontásában, stb. Emellett még a képek zajosak lehetnek, valamint az egyes képek meg-

világításának mértéke és iránya is különböző lehet (lásd a 6.3. ábrát), és így a jellemző vektorok

hatékony összehasonlítása nem lehetséges. Ahhoz, hogy kiküszöböljük ezeket a problémákat

egy többlépéses előfeldolgozó mechanizmust dolgoztunk ki.

6.3. ábra. Megvilágítási és nézőpontbeli különbségek azonos tárgyról készült két képen

Az előfeldolgozó alrendszer bemenete egy kép, kimenete pedig ennek a képnek egy meg-

felelően átalakított változata. Az egyes lépések a 6.4. ábrán láthatók.

6.4. ábra. Az el̋ofeldolgozó alrendszer egymást követő eljárásai

Első lépésként a képeket azonos méretűre alakítjuk át. Második lépésként a fényviszonyok

kiegyenlítése érdekében hisztogram kiegyenlítést végzünk, mely eljárás során a kép szürkár-

nyalatos színhisztogramját úgy transzformáljuk, hogy a lehet̋o legjobb mértékben közelítse az

egyenletes eloszlás sűrűségfüggvényét [129]. Ezt követően csökkentjü a képen található színek
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számát az uniform és minimum variancia szerinti kvantálás alkalmazásával [125], így redu-

káljuk a kép textúrázottságát, aminek hatására a nem releváns élek jelent̋os hányada eltűnik a

képr̋ol. Negyedi lépésként éldetektálást hajtunk végre a képen,így az hasonlóvá válik a felhasz-

náló által készített, alapvetően éleket tartalmazó vonalrajzhoz. Éldetektálásként a Canny-féle

éldetektáló módszert [8] alkalmaztuk. Az éldetektálást követően morfológiai nyitással eltün-

tettük a rövid élszakaszokat, mert általában az objektumokat határoló, rendszerünk számára

releváns élszakaszok a hosszú élszakaszok. Utolsó lépésként egy távolság transzformációt [26]

hajtunk végre, így minden pixelhez hozzárendeljük azt a számot, amely a hozzá legközelebb

es̋o, nem-nulla értékű pixel távolságát mutatja meg az aktuális pixelhez képest.

6.1.4. A jellemz̋o vektor előállító alrendszer

Ez az alrendszer állítja elő az egyes képekhez tartozó jellemző vektorok, amelyek a képeken

található releváns információkat tartalmazzák. Alapvetően három különböz̋o eljárást használ-

tunk fel, az élhisztogram leírót (EHD – edge histogram descriptor) [25], az irányított gradien-

sek hisztogramját (HOG – histogram of oriented gradients) [21] és a skála invariáns jellemző

transzformációt (SIFT – scale invariant feature transform) [62].

Élhisztogram leíró

Az MPEG leírók között a textúra leíróknál találjuk meg az élhisztogram leírót (EHD – Edge

Histogram Descriptor), mely a képen található lokális élek irányultsága alapjánépít hisztogra-

mot.

A módszer els̋o lépésében a képet4×4 alképre osztjuk fel. A hisztogram előállítása során az

alképeken található éleket öt-öt osztályba soroljuk az irányultságai szerint. A használt irányult-

ságok: függ̋oleges, vízszintes,45◦-os átlós,135◦-os átlós és konkrét iránnyal nem rendelkező

élek csoportjába (lásd a 6.5. ábrát). A képet tizenhat alképre osztottuk, az egyes alképeken ta-

lálható pixelek öt-öt állapotot vehetnek fel, így nyolcvanhisztogram vödörre van szükségünk.

Az élek osztályozása céljából tovább finomíthatjuk az kép felosztását. Az egyes alképeket

ún. nem átfed̋o, azonos méretű és kettővel osztható szélességű és magasságú, négyzet alakú

képblokkokra osztjuk fel. A blokkok méretét a kép felbontásának függvényében választjuk ki.

Minden képblokkot élkategóriákba sorolunk, a fentebb már említett csoportosítási szempont

szerint. Az osztályozás elvégzése érdekében az egyes képblokkokat2×2-es méretű szuperpi-

xelnek tekintjük. Az egyes szuperpixel értékek a képblokk adott sarkában lév̋o pixelek átla-

gaként állnak el̋o. A megfelel̋o éler̋osségek meghatározása érdekében lineáris szűrést hajtunk
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6.5. ábra. Az egyes élosztályok reprezentációja.

végre.

Az élek kategorizálásának bemutatása érdekében bevezetjük az alábbi jelöléseket. Aza0(i, j),

a1(i, j), a2(i, j) ésa3(i, j) jelentse azi-edik sorban ésj-edik blokkban található2×2-es szu-

perpixel intenzitás értékét. Az alkalmazott szűrők együtthatóinak értékeit az egyes irányok és

pozíciók esetén jelöljefv(k), fh(k), fd−45(k), fd−135(k) ésfnd(k), ahol k = 0,1,2,3, a szu-

perpixelen belüli pozíciót adja meg. Az él nagyságát jelölje mv(i, j), mh(i, j), md−45(i, j),

md−135(i, j) ésmnd(i, j), aholi ésj azonos jelentésű mint azak(i, j)-knél. Az egyesm érté-

kek kiszámítása az alábbi módon történik:

mv(i, j) =

∣∣∣∣∣

3∑

k=0

ak(i, j) ·fv(k)
∣∣∣∣∣ (6.1)

mh(i, j) =

∣∣∣∣∣

3∑

k=0

ak(i, j) ·fh(k)
∣∣∣∣∣ (6.2)

md−45(i, j) =

∣∣∣∣∣

3∑

k=0

ak(i, j) ·fd−45(k)

∣∣∣∣∣ (6.3)

md−135(i, j) =

∣∣∣∣∣

3∑

k=0

ak(i, j) ·fd−135(k)

∣∣∣∣∣ (6.4)

mnd(i, j) =

∣∣∣∣∣

3∑

k=0

ak(i, j) ·fnd(k)
∣∣∣∣∣ (6.5)

Ham(i, j)=maxmv(i, j),mh(i, j),md−45(i, j),md−135(i, j),mnd(i, j) értéke nagyobb egy

küszöbnél, akkor az adott blokk tartalmaz élt, ellenkező esetben pedig úgy tekintünk rá, hogy

nem. A 6.6. ábrán láthatóak az alkalmazott szűrőmaszkok.

A nyolcvan vödrös élhisztogram alapján még nem érdemes döntést hozni, mivel az csak

főként globális tulajdonságokat vesz figyelembe. Fontos, hogy a meglév̋o hisztogramot ki kell
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6.6. ábra. A különböz̋o szűr̋omaszkok a különböz̋o élirányokra érzékenyek, így segítenek

hozzá az osztályozáshoz.
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bővíteni bizonyos lokális felbontások alapján kinyert információkkal. Egy heurisztikus meg-

oldás az, ha a 6.7. ábrán szemléltetett felosztásokra előállított hisztogram vödrök és a globális

kép összevont értékeit is belevesszük az eredeti hisztogramba, így kapunk egy 150 értékből álló

leírót (16 ·5+13 ·5+5) [130].

6.7. ábra. A lokális tulajdonságok kiemelésére szolgáló további felosztások.

Természetesen az élhisztogram leírók összehasonlítása előtt az egyes hisztogram vödröket

normalizálni kell. Normalizálás céljából az élek előfordulásának számát elosztjuk az alképen

található képblokkok számával. Meg kell jegyezni, hogy a homogén területeket is számításba

vesszük a normalizálás esetén, viszont a hisztogramban nemjelennek meg, így az élhisztogram

értékeit azok a területek is befolyásolják, amelyek nem is tartalmaznak éleket.

Irányított gradiensek hisztogramja

Az irányított gradiensek hisztogramja (HOG – Histogram of Oriented Gradients) egy olyan

leíró, mely az EHD módszer továbbfejlesztésének is tekinthető [21]. Az alapötlet abból fakad,

hogy régiókra bontjuk a képet, majd a régiókhoz olyan irányhisztogramokat rendelünk, melyek

vödrei az egyes gradiensek nagyságával vannak súlyozva. A részletes mechanizmust a 6.8. ábra

szemlélteti.

Az algoritmus els̋o lépéseként végre kell hajtani egy gamma szűrést, illetveszínnormali-

zálást. Második lépésként éldetektálást hajtunk végre. A harmadik lépésben felosztjuk a képet

– az EHD módszertől eltér̋o módon – átfed̋o blokkokra, azokat pedig cellákra. A cellákhoz

egy hisztogramot rendelünk, melyet úgy állítunk elő, hogy a pixelekhez kiszámítjuk a gradiens

értékeket, és az adott irányú vödröket nem egyesével növeljük, hanem a gradiens nagyságával

súlyozottan. Az alkalmazott vödrök a0◦− 180◦ tartományba esnek20 fokonkénti eltéréssel.

Az említett cellák lehetnek négyszögletesek, illetve kör alakúak is (lásd a 6.9. ábrát). A negye-

dik lépésben normalizálást kell végrehajtani. A gradiens nagyságok széles skálán mozoghatnak,

melyben szerepet játszik a megvilágítás, illetve az előtér és háttér kontrasztja. Ahhoz, hogy azo-

nos léptékkel kezelhessük a különböző nagyságrendű értékeket elengedhetetlen a közös nevező
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6.8. ábra. A HOG jellemz̋o előállításának szintjei.

6.9. ábra. A HOG-nál használt blokktípusok.
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létrehozása. A normalizálási faktort az L2-norma használatával az alábbi módon határozhatjuk

meg [110]:

nf =
V√

‖V ‖22+ε2
, (6.6)

aholnf a normalizálási faktor,V egy adott blokk hisztogramjai,ε pedig egy nullához közeli

konstans a nullával való osztás kiküszöbölésére.

Ezt követ̋oen el̋o kell állítani a jellemz̋o vektort az úgynevezett detektor ablakra nézve,

amelyben feltételezhetően el̋ofordul a keresett objektum. Ez egy a kép méreténél általában

kisebb, a kép egy részét lefedő képrészlet. A végs̋o vektor mérete függ a paraméterezéstől.

Megadhatjuk a cella méretét, ami tulajdonképpen az egy cellába es̋o pixelek száma. A blok-

kok tulajdonságait is lehet befolyásolni, úgymint méret, átfedés mértéke, normalizálás módja.

Végül a hisztogram paramétereit is beállíthatjuk, pl. vödrök száma, el̋ojeles értékek haszná-

lata, súlyozás módja. A különféle paraméterek értékei függnek a konkrét megoldandó feladat

jellegét̋ol.

A HOG módszert általában egy adott alakú objektum detektálására szokás használni va-

lamilyen lineáris osztályozóval – általában SVM [40] – kiegészítve. Az általunk használt ké-

peknél általában egyetlen objektum szerepel a képen, így esetünkben a detektor ablakmérete

megegyezik a kép méretével.

Skála invariáns jellemz̋o transzformáció

A SIFT jellemz̋o leírót (SIFT – Scale Invariant Feature Transform) David Lowe [63] fejlesztette

ki. Ez a leíró algoritmus a számítógépes látás jól definiált metódusa, mely a képtartalomra nézve

eltolás-, elfordulás-, skála- és megvilágítás invariáns.

A transzformáció els̋o lépésében Gauss-féle konvolúciós szűrővel hajtunk végre simítást.

A simítást többször is elvégezzük, a kép méretét mindig felére csökkentve. Így a képpiramist

hozunk létre, mely a feldolgozás gyorsítását szolgálja. Ezt követ̋oen a szomszédos konvolúciós

szintek különbségét képezzük, így egy különbség skála szintjei jönnek létre. Ennek leírására

használjuk aD(x, y, σ) függvényt:

D(x, y, σ) = (G(x, y, kσ)−G(x, y, σ))∗I(x, y) = L(x, y, kσ)−L(x, y, σ), (6.7)

ahol∗ a konvolúciós operátor,G(x, y, σ) a Gauss-féle konvolúciós maszk,I(x, y) a bemeneti

kép,L a skálatér egy szintje,k pedig egy pozitív egész, mely a skálaszintet jelöli.σ az alkalma-

zott Gauss függvény szórását jelöli. LeegyszerűsítveD olyan különbség szinteket képez, mely-

ben egyik szint éppenk-szor feljebb található a skála-térben, mint a kivonandó másik. Ezzel
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a lépéssel biztosítható, hogy hatékonyan találjunk „biztos” pontokat és megtartsuk a módszer

„erejét” adó invarianciát.

A következ̋o lépésben szélsőértékeket kell keresni a D által létrehozott Gauss-különbség

térben. A kulcspontok a lokális maximum, illetve minimum értékek lesznek, melyek az ak-

tuális pixel saját szintjén elhelyezkedő nyolcas környezetével, illetve a szomszédos szinteken

lévő 18 másik szomszédjával való összehasonlításból számítandóak ki. Ez így összesen hu-

szonhat összehasonlítás. Ha ez a pont a többivel való összehasonlítások után minimális vagy

maximális, akkor széls̋oérték. Az így kapott pontokon további műveleteket kell végezni. Mivel

többször is elmostuk a képeket és a méretüket is csökkentettük, ezért interpoláció segítségével

a környez̋o adatok alapján vissza kell keresnünk a kijelölt pontok eredeti helyét az eredeti ké-

pen. Ha ez megvan, akkor a hatékonyság növelése érdekében csökkenteni kell a kulcspontok

számát, ugyanis ezek közül még nem mind hordoz fontosnak mondható információt. Ez azért

szükséges, hogy csak a stabil pontok maradjanak meg a további számításokhoz. Az alacsony

kontrasztú pontokat és a gyenge élpontokat el kell távolítani egy küszöböléssel. Ezt megtehet-

jük könnyedén, ha kiszámítjuk a Laplace operátorral számított értékét az adott pontnak. Haa

kontraszt érték egy megadott küszöb alatt van, akkor kivesszük a pontot a kulcspont listából.

A stabilitáshoz azonban nem elegendő a kis kontrasztú pontok kiszűrése. A Gauss-különbség

függvény jól használható információkkal szolgál az élekről, azonban ha egy él elég gyenge,

akkor érzékeny lesz a zajra. Ahhoz, hogy kiszűrjük a további gyenge pontokat, meg kell vizs-

gálnunk, hogy van-e fő görbület az éllel párhuzamosan, illetve gyenge görbület amer̋oleges

iránybanD-ben az adott helyen. El kell vetni a pontot, ez a különbség a legnagyobb és legki-

sebb sajátvektor aránya alatt van, amit2×2-es Hesse-féle mátrixból számíthatunk ki az adott

helyre illetve skálaszintre nézve.

A feldolgozás következ̋o lépéseként a pontkozhoz irányokat – akár többet is – kell rendelni,

amelyeket a lokális gradiens jellemzők alapján határozunk meg. A gradiensm nagyságát ésθ

irányát az alábbi módon határozhatjuk meg:

m(x, y) =

√
(L(x+1, y)−L(x−1, y))2+(L(x, y+1)−L(x, y−1))2 (6.8)

θ(x, y) = arctg
L(x, y+1)−L(x, y−1)

L(x+1, y)−L(x−1, y)
(6.9)

Ezt elvégezzük az adott kulcspont adott sugarú – általában 4vagy 8 – környezetére is, majd

ezeket az értékeket egy olyanσ paraméterű Gauss-maszk szerint súlyozzuk, amely rendszerint

másfélszerese a kulcspont léptékének (lásd a 6.10. ábrát).Ezt követ̋oen készítünk egy szöghisz-

togramot 36 vödörrel. Az így létrejött régiókat összegezzük 4×4-es felbontású részekre úgy,

hogy közben csökkentjük a vödrök számát nyolcra. Nagyon fontos, hogy az egyes kulcspon-

72



6.10. ábra. Szöghisztogram készítése.

tokhoz tartozó hisztogramok a ponthoz előzőleg kiszámolt orientációhoz vannak igazítva (lásd

a 6.11. ábrát).

6.11. ábra. Irányított szöghisztogram.

A domináns irányok a hisztogram kiemelkedő értékei lesznek. Alapvetően a legnagyobb

ilyen csúcsot tekintjük f̋o iránynak, de ha előfordul még olyan érték, mely a maximális érték

80%-án belül van, akkor létre kell hozni vele egy új kulcspontot ugyanazon a helyen.

Általánosságban a pontok 15%-a rendelkezik többirányú hozzárendeléssel, ezzel csak nö-

velik az ilyen kulcspontok stabilitását. A leíró végül úgy jön létre, hogy minden kulcsponthoz

és környezetéhez tartozik4×4 darab hisztogram egyenként 8-8 értékkel. Ez összesen egy 128

elemű vektort eredményez. Ha a megvilágításból adódó változásokat szeretnénk kiküszöbölni,

akkor normalizálnunk kell a vektort, így elérhetünk bizonyos fokú invarianciát e változásokkal
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szemben.

A jellemző vektor előállító alrendszer felépítése

Rendszerünkben a skiccek alapján történő keresésnél először az EHD vagy a HOG leírót hasz-

náljuk. Ezt követ̋oen pedig az eredmények és a felhasználó beavatkozását követően a SIFT

leírtó használatával javítunk a keresési eredményeken. A második lépésben már a színes, rész-

letekben gazdag eredményképek alapján keresünk egy olyan módszerrel, ami ugyan színes kép

és skicc között nem tud összehasonlítást végezni, de két színes kép között már hatékonyan tud

keresést végrehajtani. A módszer előnyeit kihasználva egy interaktív visszakeresési folyamatot

valósíthatunk meg, melyet a 6.12. ábra szemléltet.

6.12. ábra. Interaktív visszakeresési folyamat eredménye

Hasonló analógiát figyelhetünk meg az osztályozás területén is, amikor nagy adathalmazo-

kat több klaszterbe osztanak szét. Az olyan módszereket, ahol több úgynevezett gyenge osztá-

lyozó algoritmusból összepítünk egy hatékonyabb algoritmust boosting technikának nevezzük.

Ilyen jellegű klaszterez̋o algoritmus pl. az AdaBoost [89] is.

A jellemzővektorokat el̋oállító alrendszer bemenete az előfeldolgozáson átesett kép. Ki-

menete a leírótól függ. Abban az esetben, ha HOG vagy EHD leírót használunk, normalizált

hisztogramot kapunk, mely az EHD használata esetén 150 vödröt tartalmaz, HOG-nál pedig

a cellák száma szorozva a szöghisztogram vödörszámával. A SIFT leíró esetében a képen ta-

lálható minden egyes jellemző ponthoz 128 hosszúságú, szintén normalizált szöghisztogramot

készítünk. Ha az adatbázishoz állítjuk elő a leírókat, akkor az alrendszer az adatbáziskezelővel
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fog kapcsolatba lépni a továbbiakban. Amennyiben a visszakeresend̋o kép leíróját számoljuk,

akkor pedig a visszakereső rendszerrel fog közreműködni.

6.1.5. Visszakeres̋o alrendszer

A visszakeres̋o alrendszerben az előállított jellemz̋o vektorokat hasonlítjuk össze. Összehason-

lításként a

D(x, y) =

(
n∑

i=1

|xi−yi|p
)1/p

(6.10)

Minkowski távolságot [22] használtuk,p= 1, p= 2 ésp→+∞ paraméterekkel.

A rendszer bemenete a visszakeresendő kép és az adatbázisban lévő képek jellemz̋o vek-

tora, melyeket az EHD és HOG eljárások használatával állítottunk el̋o. A visszakeresés során

meghatározzuk, hogy melyik jellemző vektorhoz van a legközelebb a skicc leírója a használt

metrika szerint. Az eredményt sorba rendezve továbbadjuk amegjelenít̋o alrendszernek.

6.1.6. Az adatbáziskezelő alrendszer

Mind a képeket, mind a róluk készült leírókat eltároljuk, illetve biztosítjuk a kés̋obbi feldolgo-

zásához szükséges mechanizmusokat. Erre szolgál az adatbázis-kezel̋o alrendszer, mely három

fő részb̋ol áll, a tároló- , a lekérdez̋o- és az adatmanipulációs modulból [107].

A tároló modul segítségével töltünk fel képeket az adatbázisba, a hozzá tartozó informáci-

ókat és a jellemz̋o vektorokat lementjük. A képpel kapcsolatban rögzítjük a fájl nevét, méretét,

formátumát. Összegyűjtjük az elkészítés körülményeihezkapcsolódó információkat, a készítő

nevét, a készítés időpontját, a kép címét, a felvevő egység márkáját és típusát. Ezek mellett

szükségünk lehet még a színmélységre, a felbontásra, esetleg a kép származási helyére (URL

cím), ezért ezek tárolásáról is gondoskodunk. A nagyméret˝u képeket tárolási célokból méret-

arányosan lecsökkentjük. Az adatokat egy globális helyen tároljuk.

A lekérdez̋o modul segítségével kapjuk meg a visszakeresés eredményét. A visszakeres̋o

alrendszer kapcsolatba lép az adatbázissal, ami szolgáltatja a leírókat. Optimalizálás céljából

ezt már induláskor betöltjük egy változóba. Ha megvan a visszakeresés eredménye, akkor az

adatbázis felé fordulunk, ahol a leírókhoz tartozó elsődleges kulcs segítségével lekérjük az

eredményképeket. Ezen felül különböző szempontok alapján készíthetünk statisztikákat SQL

lekérdezés formájában az adatbázisunkkal kapcsolatban.
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Az adatmanipulációs modul segítségével a képekhez tartozóháttér-információkat módo-

síthatjuk, kiegészíthetjük és létrehozhatjuk. Ennek segítségével kaput nyitunk a hagyományos

kulcsszavas keresés felé is, illetve az automatizált címkézéshez is.

6.1.7. A megjelenít̋o alrendszer

Mivel rajzok képezik a visszakeresésünk alapját, így biztosítunk egy rajzfelületet, ahol ezeket

elő lehet állítani. A kereséshez szükség van egy adatbázisra is, amelyet szintén be kell állítani a

keresés előtt. A keresési eredmények rendszerezett megjelenítése nagy eredményhalmaz esetén

nagyban megkönnyíti az eligazodást, így ezt is biztosítjuk, melyet a következ̋oben bemutatunk.

A rendszerünkben található módszerek nem működhetnének paraméterek nélkül, ezért lehető-

séget biztosítunk ezek beállítására is. A felhasználói felület a 6.13. ábrán látható. A rendszer

lehet̋oséget nyújt arra is, hogy az első kilenc találatot külön ablakban jelenítsük meg, ahogy ez

a 6.14. ábrán is látható.

6.13. ábra. A rendszer felhasználói felülete.

Rendszerünkben a lehetséges találatokat osztályozzuk és azosztályoknak megfelelően je-

lenítjük meg [24]. Ezáltal a megoldáshalmaz átláthatóbb ésrendezettebb lesz. Alapesetben a

találatokat relevancia alapján jelenítjük meg, azonban előfordulnak fals pozitív találatok, me-

lyek rontják a visszakeresés képét. Ha a találatokat valamilyen szempont szerint újra osztályoz-

zuk, akkor az egy találati osztályra eső fals pozitív találatok száma csökken. Így a felhasználói
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6.14. ábra. Az els̋o kilenc legjobbnak ítélt találat.

megítélés is jobbá válik a rendszer felé. Úgy véltük, hogy számunkra a szín alapján való klasz-

terezés a legmegfelelőbb, mivel a szín áll legközelebb az emberi érzékeléshez egykép kapcsán,

így választásunk a k-közép algoritmuson alapuló osztályozási módszerre [18] esett, amely erre

a célra tökéletesen megfelel.

6.2. Tesztelés

6.2.1. Tesztkörnyezet

A rendszert több képi adatbázison is teszteltük annak érdekében, hogy pozitív és negatív tulaj-

donságairól minél objektívabb képet kapjunk.

Első adatbázisként az Object Databank adatbázist [117] használtuk, amely kett̋oszázkilenc

életszerű tárgyat tartalmaz. Minden egyes tárgyról tizennégy különböz̋o irányból készítettek

450×450-es felbontású képeket. Az adatbázist gyakran használják számítógépes és pszicholó-

giai tanulmányokhoz. Az adatbázis néhány képe a 6.15. ábránlátható.

Az Object Databank adatbázis képeink végzett tesztek sorána 6.16. ábrán látható típusú
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6.15. ábra. Néhány mintakép az Object Databank adatbázisból.

szabadkézi rajzokkal hasonlítottuk össze az adatbázisbantalálható képeket.

6.16. ábra. Az Object Databank adatbázissal végzett tesztekhez használt szabadkézi rajzok.

Másik használt tesztadatbázis a Flick 160 adatbázis volt. Ezt az adatbázist egy szótár alapú

keres̋o rendszer tesztelésénél használták fel a rendszer mérésére [43]. A FlickR elnevezésű kép-

megosztó webhelyről válogattak ki százhatvan általános témájú képet. A képeket öt osztályba

sorolták a rajtuk ábrázolt objektumok alakja szerint. Az adatbázis er̋osen redundáns, amely ki-

váló lehet̋oségat ad az ilyen jellegű tartalom alapú kereső rendszerek tesztelésére. A szerzők

az adatbázis mellé csatolták azokat a példákat is, amely alapján a visszakereséseket végezték.

Mivel dokumentálták teszteredményeiket és a visszakeresendő skiccek is rendelkezésünkre áll-

nak, így a két rendszert össze lehet hasonlítani egymással.A 6.17. ábrán jól megfigyelhetőek

az alakjuk szerint jól elkülönülő objektumtípusok.

Az adatbázis készítője a képeket öt csoportra bontotta, csoportonként harminckettő darab

elemmel. A tesztelés során – hasonlóan az előző esethez – elkészítettük saját adatbázisunkat is,

mely a 6.18. ábrán látható.
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6.17. ábra. A Flickr 160 adatbázis egymástól jól elkülöníthető objektumtípusai.

6.18. ábra. A Flickr 160 adatbázis képeihez használt szabadkézi rajzok.
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6.2.2. Tesztelési szempontok

Annak érdekében, hogy a rendszert alkotó módszerek hatékonyságáról objektív képet alkothas-

sunk, valamint az egyes felhasznált módszereket összehasonlíthassuk, szükséges mérőszámok

definiálása, melyekkel meg tudjuk határozni, hogy melyik módszer milyen körülmények között

működik hatékonyan.

Ha van egyN darab képet tartalmazó teszt adatbázisunk, melyből Q darab számít releváns

találatnak egy keresés során. JelöljeZ az elvárt releváns találatok számát,P pedig az eredmény

lista hosszát. Ezek ismeretében meghatározható a rendszert jellemz̋o alábbi két mér̋oszám [26]:

Precizio=
Q

P
(6.11)

Felidezes=
Q

Z
(6.12)

Az elvárt és releváns találatok száma függ a teszt adatbázistól is, az összes találatot pedig

mi határozzuk meg. Ez utóbbi szám lényegében azt adja meg, hogy egy keresés során hány

találatot vizsgál meg a felhasználó átlagosan. Ezekre a későbbiekben még vissza fogunk térni.

Célunk számszerűsíteni, hogy a többszintű keresés milyenhatással van az eredményességre.

6.2.3. Teszt eredmények az EHD leíró használatakor

A leírók készítésekor befolyásolhatjuk a képblokkok számát. Egy alképen belül minél nagyobb

ez a szám, annál részletesebb leírást kapunk. Ekkor viszontveszítünk a módszer robosztusságá-

ból, mivel a rajzolt kép és a visszakeresendő képek közötti különbségek nőnek. Beállíthatunk

egy küszöböt, mely meghatározza, hogy az adott élt besoroljuk-e egy irányultsági osztályba,

vagy elvetjük.

A szakirodalom több helyen is ajánl paraméter értékeket [3,130]. Az összes képblokk szá-

mára egy alképen 1100 darabot javasolnak. Tehát ez a mi implementációnk szerint 33-as ab-

lakméretet jelent, mivel33 ·33≈ 1100.

Az Object Databank adatbázis esetén a benne előforduló alakzatok sokfélesége miatt és

a könnyebb átláthatóság érdekében az eredményeinket grafikonok segítségével mutatjuk be.

Elsőként azt vizsgáltuk meg, hogy miként hat a teljesítmény alakulására, ha a küszöbértéket

megtartjuk egy adott értéken, de a blokkméretet változtatjuk. Esetünkben a küszöb fix értéké-

nek kett̋ot adtunk, mert nagy blokkszám esetén – 20 felett már – értékelhetetlen, csupa nullából
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álló leíróink lettek. Ugyanezen okból kifolyólag nem folytattuk a tesztelést 25 feletti blokk-

számra. Megfigyeléseink szerint az 6.19. ábrán látható grafikon csúcspontja körül, tehát 25-ös

blokkméret és 2-es küszöbparaméterek mellett érhető el a maximális teljesítmény.

6.19. ábra. A hatékonyság alakulása a blokkméret változásának függvényében

A további tesztelés során a küszöbszint változtatásával ésa blokkméret rögzítésével pró-

báltuk ki az EHD leíró hatékonyságát. Blokkméretnek a fix 10-es értéket adtuk, majd 2-től

kezd̋odően növeltük a küszöbértéket. Ezt a 6.20. ábrán látható grafikon szemlélteti.

6.20. ábra. A hatékonyság alakulása a küszöbszint változásának függvényében

A Flickr 160 adatbázis képeit az előfeldolgozási folyamat során 8 színűre redukáltuk, majd
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Canny éldetektálást hajtottunk végre. Az előfeldolgozást követően a 6.21. ábrán látható képeket

keresve végeztünk méréseket.

6.21. ábra. Diadalív, kör, piramis, templom és görög stílusú épület képe, melyekkel a Flickr

160 adatbázissal végzett teszteket lefolytattuk.

A tesztelés eredményeit az 6.1. és 6.2. táblázatban foglaltuk össze.

5 képblokk 15 képblokk 30 képblokk

Precízió Felidézés Precízió Felidézés Precízió Felidézés

Diadalív 55% 47% 50% 53% 60% 53%

Kör 30% 25% 35% 31% 60% 41%

Piramis 45% 41% 50% 47% 65% 56%

Templom 15% 31% 35% 31% 50% 41%

Görög stílusú épület 50% 38% 60% 50% 80% 63%

Átlagos hatékonyság 39% 36% 46% 43% 63% 51%

6.1. táblázat. EHD alapú mérési eredmény 5 értékű állandó küszöb esetén.

Megfigyelhetjük, hogy a módszer a blokkszám növelésével egyre pontosabb találatokat

szolgáltatott (lásd a 6.1. táblázatot), ebben az esetven viszont növekszik a feldolgozási idő.

Ha a felhasználó részletesebb rajzot készít, akkor a paraméterek állítása esetén nagyobb vál-

tozások figyelhet̋oek meg. A küszöb változtatása esetében nem fogalmazható meg egyértelmű

eredmény (lásd a 6.2. táblázatot). Nyilvánvalóan ez a kép előfeldolgozottságának minőségét̋ol

is függ. El̋ofordulhat, hogy egyes fontos élek csak gyenge élként jelennek meg, így azokat vé-

letlenül kiszűrhetjük. Az EHD módszernél az a gyakorlati tapasztalat, hogy ha egy rajz nem

pontosan ott helyezkedik el, ahol az objektum, akkor ezt egyes esetekben rosszul kezeli. A

legjobb eredményt 30-as méretű képblokkal és 5-ös értékűküszöbbel értük el.
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2-es értékű küszöb 5-ös értékű küszöb 7-es értékű küszöb

Precízió Felidézés Precízió Felidézés Precízió Felidézés

Diadalív 45% 44% 60% 53% 60% 44%

Kör 35% 31% 50% 31% 20% 19%

Piramis 50% 44% 55% 47% 70% 44%

Templom 25% 31% 35% 31% 35% 34%

Görög stílusú épület 50% 53% 65% 44% 70% 56%

Átlagos hatékonyság 41% 41% 53% 41% 51% 39%

6.2. táblázat. EHD alapú mérési eredmény 25 értékű állandóképblokk esetén.

6.2.4. Teszt eredmények a HOG leíró használatakor

A HOG alapú visszakeresés használatakor a leírók elkészítésekor befolyásolhatjuk az ablak-

méretet. Minél nagyobb ez a szám, annál részletesebb leírást kapunk, viszont így veszítünk a

módszer robosztusságából, csakúgy, mint az EHD esetében. Beállíthatjuk a vödörszámot is,

mely meghatározza, hogy az éleket hány csoportba kívánjuk besorolni. Kiindulásként a szak-

irodalomban számos helyen használt paraméterezést vizsgáltuk meg [43], majd ett̋ol mindkét

irányban eltérve végeztünk méréseket. Ablak méretnek 3-at, vödörszámnak pedig 9-et ajánla-

nak [43, 110], így ezeket választottuk kiindulási pontnak.

Az Object Databank adatbázison végezve a teszteléseket először a változó blokkszám ha-

tásait teszteltük le rögzített 9-es vödörszám mellett. Az eredmények a 6.22. ábrán látható gra-

fikonról olvashatóak le. Jól látható, hogy a 4-es, 5-ös illetve 6-os blokkméret mellett értük el

a legjobb teljesítményt. A stagnálás valószínűleg a keresési eredmények pozitív, illetve nega-

tív irányú kilengéseinek egyensúlyában keresendő, azonban 6-os blokkparaméter felett jelentős

teljesítményromlás figyelhető meg.

Ahogy az EHD leírónál, úgy a HOG leíró használata esetén is leteszteltük a másik fő pa-

raméter változásával járó teljesítmény-változásokat is.Ennél a tesztnél a blokkszámot fix 5-re

választottuk, valamint a vödörszám változtatásával kísérleteztünk. A kapott eredményeket a

6.23. ábrán látható grafikon foglalja össze. Itt igazolódikbe a [43]-ben is javasolt 9-es érték

alkalmazhatósága.

A Flickr 160 adatbázison végezve a teszteléseket olyan eredményeket kaptunk, amelyek a

[43]-ben ismertetett eredményekkel összemérhető. Eredményeinket a 6.3. és a 6.4. táblázatban

foglaltunk össze.

A táblázatok adataiból kiderül, hogy rögzített vödörszám mellett az ablakok részletesebb

felosztásával növelhető a pontosság (lásd a 6.3. táblázatot). A leghatékonyabb kereséseket a
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6.22. ábra. A hatékonyság alakulása a blokkok számának függvényében.

6.23. ábra. A hatékonyság alakulása a vödörszám változásának függvényében.

3-as ablak 6-os ablak 10-es blokk

Precízió Felidézés Precízió Felidézés Precízió Felidézés

Diadalív 30% 31% 35% 38% 65% 44%

Kör 65% 50% 80% 66% 80% 63%

Piramis 65% 56% 75% 66% 85% 69%

Templom 40% 41% 45% 41% 55% 50%

Görög stílusú épület 40% 25% 30% 31% 60% 56%

Átlagos hatékonyság 48% 41% 53% 48% 69% 56%

6.3. táblázat. HOG alapú mérési eredmény 9-es vödörszám esetén.
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5-ös vödörszám 9-es vödörszám 15-ös vödörszám

Precízió Felidézés Precízió Felidézés Precízió Felidézés

Diadalív 50% 41% 65% 44% 45% 34%

Kör 65% 53% 80% 63% 90% 69%

Piramis 80% 66% 85% 69% 65% 47%

Templom 45% 41% 55% 50% 50% 50%

Görög stílusú épület 50% 44% 60% 56% 70% 56%

Átlagos hatékonyság 58% 49% 69% 56% 64% 51%

6.4. táblázat. HOG alapú mérési eredmény 10-es ablak méret esetén.

10-es paraméterezésű ablakméret esetén értük el. Fix ablakfelosztással és változó vödörszám-

mal történ̋o kísérletek során pedig ugyanarra a következtetésre jutottunk, mint más szerz̋od

[43, 110] (lásd a 6.4. táblázatot). Ennek értelmében a módszer a 9-es vödörszám érték mellet

működik a leghatékonyabban.

Általában elmondhatjuk, hogy az Object Databank adatbázisban szereplő képek esetén a

EHD alapú visszakereséssel jobb eredményeket értünk el, mint az HOG alapúval. A FlickR160

adatbázis esetén más a helyzet. Az előfeldolgozás komoly nehézségekbe ütközik a képek sok-

félesége következtében. A képeket hasonlóan dolgoztuk fel, mint az EHD teszteknél. Az átfedő

blokkok következtében egy-egy élszakasz az átlagolás következtében nem csak a saját blokkjá-

ra, hanem a szomszédjaira is hatással van. Tapasztalatainkazt mutatják, hogy a HOG módszer

sokkal jobban kezeli a sok kis élből, illetve a görbe élekb̋ol álló rajzokat. Ebb̋ol következ̋oen,

a FlickR160 képein szereplő nagyobb élmennyiség kedvez a HOG eljárásnak és indokolttáte-

szi annak használatát. A jelenség oka az átfedő blokkok közti átlagolásból ered. Olykor a rajz

és a keresett objektum elhelyezkedése különbözik valamilyen irányban, azonban a kismértékű

eltéréseket jól lehet kezelni ezzel a technikával. Ez nem mondható el az EHD esetében. A tesz-

tek egyértelműen azt mutatják, hogy a HOG jobb módszernek bizonyult a FlickR160 adatbázis

esetében.

6.2.5. Összehasonlítás más rendszerrel

Elkészített rendszerünket egy konkurens megoldással összevetettük. A [43]-ben ismertetett

rendszer a problémát hasonló irányból közelíti meg, mint ahogy mi tettük. Mi távolság transz-

formációs lépéssel egészítjük ki a leírást, ott pedig gradiens térképpel kiegészített HOG leírót

használtak, ahol legjobb paraméterezésnek 3-as ablak számot és 9-es vödörszámot adtak meg.

Ezek mellett kísérleti célokból kipróbálták a HOG leíró használatát gradiens térkép készítése

nélkül, valamint a SIFT módszert is. A tesztelést a FlickR160adatbázis segítségével végezték
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el, ahol saját 25 elemű rajzadatbázisuk alapján kerestek (lásd a 6.24. ábrát). Mind egyes képre

kiszámolták a precíziót. Az egyes eredményeket a 6.5. táblázatban mutatjuk be, ahol az utolsó

két oszlopban láthatók a mi mérési eredményeink.

6.24. ábra. A [43]-ben használt szabadkézi rajzok.

Módszer HOG HOG SIFT EHD HOG

(gradiens térképpel) (gradiens térkép nélkül) (saját) (saját)

Átlagos precízió 54% 42% 41% 43% 44%

6.5. táblázat. Teszt alapú rendszereknél felhasznált módszerek teljesítménye.

6.3. Többszintű visszakeresés SIFT leíró használatával

Rendszerünkben egy többszintű visszakeresési lehetőséget teremtettünk meg azáltal, hogy egy

kiválasztott eredménykép SIFT leírója alapján újra el lehet végezni egy pontosító keresést, így

a felhasználói élményt és a pontosságot jelentősen meg tudtuk növelni. A keresés akkor haté-

kony és hasznos, ha olyan adatbázissal használjuk a programot, amelyik bizonyos objektumok

előfordulására nézve nagyobb mértékben redundáns. Esetünkben ez mindegyik adatbázisra tel-

jesül.

A SIFT implementáció három paraméter beállítását teszi lehetővé, ebb̋ol kettő a leíró vek-

torok elkészítését szabályozza, egy pedig a visszakeresést. A csúcsküszöb segítségével ki lehet

szűrni a Gauss különbségtérben az abszolút értékben túl kicsi lokális széls̋oértékeket. Ezzel
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elérhetjük, hogy csak az igazán stabil és ez által reprezentatív pontok maradjanak meg további

feldolgozásra (lásd a 6.25. ábrát). Az élküszöb paraméter segítségével a szélsőértékekhez tarto-

zó görbületeknek adhatunk meg egy felső határt Gauss-különbség térben. Az érték növelésével

egyre több élt vehetünk bele a szelekcióba a későbbi feldolgozáshoz (lásd a 6.26. ábrát). A har-

madik paraméter a visszakeresés minőségét befolyásolja, egy küszöböt határoz meg a találatok

jóságára.

6.25. ábra. A csúcsküszöb értékek növelésével egyre több halvány pont esik ki. Az értékek

fentről lefelé: 0, 10, 20, 30 [123]

A következ̋okben megvizsgáljuk, milyen mértékben javítja a többszintű visszakeresési al-

goritmus a rendszer hatékonyságát. A SIFT leírók paraméterei a következ̋oek: csúcsküszöb=0,04,

élküszöb=70, találatok jósága=0,2. Az egyes értékek heurisztikus próbálgatások eredményei.

Bármely más irányba jelentősen elmozdulva rosszabb leírást és összehasonlítást kapunk. Ha

egy olyan adatbázissal rendelkezünk, amelyben sok objektum több képen is előfordul, mint

például az általunk használt tesztadatbázisok esetében, akkor a viszonylag gyenge visszakere-

sési eredményt pár kattintással fel lehet javítani (a folyamatot jól szemlélteti az 6.27., a 6.28.

és a 6.29. ábra). Megvizsgáltuk az Object Databank és FlickR160 segítségével a funkciónkat.

A mérési eredményeket a 6.6. táblázat mutatja be. Látható, hogy módszerünk hatékonyan tudja

javítani a visszakeresés sikerességét, ehhez persze megfelelő adatbázis kell. Ha nem is sokkal,

de a módszer jobban működik valós környezetben készült képek esetén. A választás azért a
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6.26. ábra. Él küszöbértékek: 3.5, 5, 7.5, 10 [123]

SIFT leíróra esett, mert forgatásra, eltolásra, a nézőpont változásaira és skálázásra invariáns

bizonyos mértékig, előállítási ideje pedig gyors.

Precízió az els̋o kereséssel Precízió a második kereséssel

(EHD leíró használatával) (SIFT leíró használatával)

Farm 21% 86%

Kosár 28% 86%

Görög stílusú épület 60% 100%

Diadalív 45% 90%

Templom 40% 95%

Átlagos hatékonyság 39% 91%

6.6. táblázat. Mérési eredmények a többszintű, több ciklusú keresésnél

6.4. Összegzés

Elkészítettünk egy olyan tartalom alapú képvisszakereső rendszert, mely az előfeldolgozott

képeket indexeli HOG, illetve EHD módszerek felhasználásával, valamint vizsgálhatóvá te-

szi az különböz̋o módszerek hatékonyságát. A rendszert kiegészítettük egyolyan végs̋o fázis-
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6.27. ábra. A felhasználó által rajzolt kiindulási skicc.

6.28. ábra. Az EHD alapú visszakeresés által szolgáltatotteredmény. A kékkel kijelölt

objektum alapján fogunk újra keresni az adatbázisban a SIFTleíró segítségével. A találati

sorrend: balról jobbra, illetve fentről lefelé.
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6.29. ábra. A SIFT használatát követően növekedik a találati pontosság. A találati sorrend:

balról jobbra, illetve fentr̋ol lefelé.

sal, melynek során a találatok közül valamelyiket kiválasztva, SIFT algoritmus használatával

tovább pontosítja a visszakeresési listát. Két fő szempontot vettünk figyelembe. A visszake-

resési folyamat legyen a hagyományostól eltérő és nagymértékben interaktív. A módszernek

robosztussága elengedhetetlen bizonyos mértékű zajokig, ami még egyszerű képek esetében

előfordulhat. Implementáltunk és felhasználtunk több jellemző-vektor elkészítési algoritmust.

A kezdeti próbálkozásaink során szembetűnt a probléma, hogy a rajzolt képet a színessel, sőt

ennek él reprezentációjával módosítás nélkül nem lehet összehasonlítani. Megoldásként köz-

beiktattunk egy távolságtranszformációs lépést, amely nélkül nem működne a rendszerünk.

Az egyszerű simítás-élkeresés alapú előfeldolgozó módszert továbbfejlesztettük, mely hasonló

fontossággal bírt, mint az előző lépés. Rendszerünket kiegészítettük egy pontosító mechaniz-

mussal, amely a SIFT algoritmus segítségével tovább növelia releváns találatok számát. Úgy

ítéljük meg, hogy a több szintű keresésnek fontos helye vanegy tartalom alapú keresőrendszer-

ben. Az eredmények szín szerinti csoportosítása pedig kiegészíti az alak alapú keresést, pótolja

a színek vizsgálatának hiányát. Mérési adatainkat összevetettük a [43] publikációban közzétett

méréssel (lásd a 6.5. táblázatot).

A teszteknél összevetettük az EHD és az általunk dinamikusan paraméterezhető továbbfej-

lesztett HOG implementáció hatékonyságát, előállítási idejét több adatbázisra nézve. Tapaszta-

lataink szerint a HOG felülmúlta az EHD alapú visszakeresést (lásd a 6.7. táblázatot). A hely-

zet azonban nem ilyen egyszerű. Az élhisztogram leíróval főként információban szegényebb,
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kevés vonalból álló skiccekre lehet hatékonyabban keresni, míg a másik esetben a részleteseb-

bekre kapunk jobb eredményeket. Ez a HOG átfedő ablakos megoldása miatt van. SIFT alapú

többszintű keresési megoldással, az eredményképek alapján finomítottunk a találati listán. A

visszakeresési válasz szín alapú kategorizálásával pedignagyobb döntési lehetőséget adtunk

a felhasználó számára, olyan módon, hogy nem egy statikus listával szembesül, hanem több

csoport közül választhat.

HOG EHD

Átlagos precízió 51% 45%

Legjobb eredmény 69% 63%

Legrosszabb eredmény 16% 39%

6.7. táblázat. A HOG és EHD leírók rövid összehasonlítása.

Az eredmények azt mutatják, hogy módszerünk használata általános jellegű és egyszerű

objektumokat tartalmazó ábrákra sikeresnek bizonyult, nem maradt el más hasonló rendszerek

eredményeit̋ol. Az elvégzett tesztelések során kiderült, hogy általános beállítások nem léteznek.

Automatizálás nélkül csak heurisztikus gondolatokkal próbálkozhatunk. Elmondhatjuk, hogy

a CBIR rendszerek belefutottak a hatékony, automatikus szegmentáló algoritmusok hiányába,

mint ahogy az a mi esetünkben is történt. Nem tudták a képet azadott szempont szerinti infor-

mációtartalom alapján felbontani, mivel nem léteztek és nem is léteznek általánosan működő

konkrét megoldások. Fontos tudni azt is, hogy a tartalom alapú visszakeres̋o rendszerek miatt

újra nagy hangsúly helyeződött a szín alapú képfeldolgozásra. Ez bizonyára kapcsolatban áll

az emberi érzékeléssel.

Felmerülhet a kérdés, hogy miért van szükség skicc alapú keres̋orendszerekre. A válasz

egyszerű. A hagyományos adatkezelési módszerek számos téren már nem tudnak megküzdeni

az adatok sokaságával. Új eljárásokra van szükség. A téma korszerű és igen fontos. Valamit

felvázolok és képeket keresek, amelyeken valami hasonló van. Ez a gyakorlati problémameg-

oldások mind gyakoribb igénye. Mivel az ember alapvetően vizuális típus, erre a szempontra

is hangsúlyt kell fektetni. Több különböző terület fel̋ol is igény mutatkozik képi tartalom alapú

keres̋orendszerekre, beleértve a rajz alapú keresést is. Megemlíthetjük a bűnüldözést (fantom-

képek, graffitik, tetoválások azonosítása), ahol a hatóságok munkáját támogathatnák a haté-

konyság növelése érdekében. Akár még a múzeumok digitális adatbázisait is fel lehet ruházni

interaktív keres̋orendszerekkel. Képmegosztó portálokon pedig már fórumokat nyitnak, ahol

már sokan várják a saját rendszerünkben használt hasonló technológiák megjelenését.
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7. fejezet

Összegzés (Tézisek)

Az internet óriási mértékű elterjedésével, a digitális kamerák árának csökkenésével, valamint

a számítógépek tároló kapacitásának növekedésével az utóbbi húsz évben jelentős mértékben

megnövekedett az elérhető képek száma. A képek rendszerezett tárolásának és visszakereshe-

tőségének igénye maga után vonta a képi adatbázisok elterjedését is.

A képi adatbázisokkal szemben elvárás, hogy a benne tárolt képeket hatékony módon tud-

juk visszakeresni. Ehhez két lényeges funkcióval kell rendelkeznie ezen adatbázisoknak. Egy-

részt az egyes képekhez jól jellemző indexeket kell generálni és tárolni, másrészt ezen indexek

összehasonlításával egy keresés során a felhasználó igényeinek legmegfelelőbb eredményeket

kell szolgáltatnia.

A képek indexelése leggyakrabban két módon történik. Az első és jelenleg legelterjedtebb

a szöveges indexelés, amikor minden egyes képhez azt jól jellemz̋o kulcsszavakat rendelünk

hozzá, majd egy keresés során ezen kulcsszavakat hasonlítjuk össze. Ebben az esetben a kulcs-

szavakat általában emberi munkával lehet előállítani. Ez egyrészt maga után vonja a szubjek-

tív döntéshozatalt, másrészt új jellemzők alapján történ̋o kulcsszó el̋oállítás csak nagyon nagy

munkával valósítható meg.

A tartalom alapú képkereső rendszereknél a képet leíró indexeket, vagy tulajdonság vek-

torokat a számítógép állítja el automatizáltan a képen tárolt információk (pixelek intenzitása,

szomszédsági viszonyok, stb.) felhasználásával. Ezen rendszerek esetén a kulcsszavak előállí-

tása sokkal gyorsabb, mint az ember által előállított szöveges leírók használata esetén, valamint

új igényekhez illeszked̋o indexelés is egyszerűbben megvalósítható.

Az indexek el̋oállítása el̋ott a képet úgy kell átalakítani, hogy abból hatékonyan lehessen az

információkat kinyerni. Ez képfeldolgozási előfeldolgozó eljárások használatát igényli.
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1. téziscsoport

A képfeldolgozó algoritmusok sok esetben előre megadott paraméterek alapján szolgáltatnak

eredményt. Ezen paraméterek értéke viszont gyakran függ a képen tárolt információktól. Képi

adatbázisok indexelésénél szükséges, hogy ezeket a paramétereket a képen tárolt információk

függvényében automatizált módon tudjuk előállítani.

1.1. tézis: Eljárást dolgoztam ki, mellyel szegmentáló algoritmusok automatikus pa-

raméterezése valósítható meg. Az eljárás alkalmazhatóságát tesztek igazolják.[99, 98, 97,

95]

1.2. tézis: Eljárást dolgoztam ki élkeres̋o algoritmusok automatikus paraméterezésé-

nek hatékony megvalósítására. Az eljárást más hasonló módszerrel összehasonlítottam és

ezen tesztek igazolják, hogy pontosabb paraméterezést sikerült ílyen módon megvalósíta-

ni. [99, 20]

2. téziscsoport

Az előfeldolgozás számos esetben megkívánja valamilyen simító, illetve zajcsökkent̋o eljárás

használatát.

Simítást többféle módon is meg lehet valósítani. Leggyakoribb erre a kép szűrése példá-

ul átlagoló, vagy Gauss maszkkal. Gyakran használt eljárása kép Fourier transzformálása oly

módon, hogy az előálló trigonometrikus tagokból csak az első pár tagot tartjuk meg. Hason-

ló módszer lehet a magasabb rendű szinguláris érték dekompozíció (HOSVD - High Order

Singular Value Decomposition) használata. Ebben az esetben a képet három dimenziós ten-

zornak tekintjük a viszgálati módszereknél ismertetett módon. Ezt a három dimenziós tenzort

ortonormált függvények kompozíciójaként állítjuk elő. Ha ebb̋ol az el̋oállításból is csak pár

tagot tartunk meg, akkor a Fourier transzformációhoz hasonlóan szűrést tudunk megvalósítani,

amelynek eredménye részletgazdagabb, így a képi indexek legyártására alkalmasabb eredményt

szolgáltat.

2.1. tézis: Igazoltam, hogy HOSVD-alapú függvény approximációval az azonos számú

ortonormált függvény megtartása esetén a transzformált képen végrehajtott simítás na-

gyobb részletgazdagságot eredményez mint ugyanolyan számú trigonometrikus függvény

megtartása esetén a Fourier-alapú approximáció.[88]

Ennek az eljárásnak másik előnye, hogy nem jelennek meg a Fourier-alapú közelítésnél elő-

álló ciklikus hullámok, melyek a Fourier sor alaptulajdonságai miatt jelennek meg a képeken.
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3. téziscsoport

Képi adatbázisokban történő keresésnél az egyes képekhez hozzárendelt indexeket hasonlít-

juk össze valamilyen hasonlósági mérték alkalmazásával. Szín alapú összehasonlítás esetén a

figyelembe vett index gyakran a kép színhisztogramja. A színhisztogramok el̋oállítása során

a vödrökre osztás miatt információvesztés következik be. Az információ vesztést a gyakran

használt távolsági- és hasonlósági mértékek közül a kvadratikus távolság használatával lehet

kompenzálni.

3.1. tézis: Hisztogramok kvadratikus távolságánál olyan új súlyokat vezettem be, me-

lyek a keresés által szolgáltatott releváns találatok számát növelték a nem kvadratikus

távolságot használó, illetve más súlyozású kvadratikus távolságot alkalmazó eljárásokhoz

képest.[94, 91]

4. téziscsoport

A tartalom alapú képkeresés egy speciális területe a szabadkézi vonalrajzok (skiccek) alapján

történ̋o keresés. Ezen rendszereknél a felhasználó által készített szabadkézi rajzhoz hasonló

alakú objektumokat keresünk képeken. A kereséshez szükséges, hogy a képeken található tár-

gyakat úgy alakítsuk át, hogy azok összemérhetőek legyenek a skiccekkel.

4.1. tézis: Kifejlesztettem egy olyan előfeldolgozó eljárást, mely skicc-alapú keres̋o

rendszer esetén valós körülmények között készített képeket úgy alakít át, hogy azok össze-

mérhetőek szabadkézi vonalrajzokkal. A kifejlesztett módszert más hasonló rendszerek-

kel azonos tesztkörülmények között összemértem. A mérési eredmények igazolták, hogy

az el̋ofeldolgozó eljárásom eredményesebben alkalmazható, mint más eljárások.[115]

A tartalom alapú képkereső rendszerekben a megtalált képeknek a felhasználó igényeihez

minél jobban igazodniuk kell. Ennek érdekében visszacsatolási lehet̋osége is van sok esetben a

felhasználónak, ahol megadhatja, hogy a megtalált képek közül melyeket tekinti relevánsnak.

A rendszer ezen visszacsatolás alapján a felhasználó igényeihez jobban illeszked̋o találatokat

állíthat el̋o.

4.2. tézis: Skicc alapú keres̋o rendszerbe beépítettem egy olyan felhasználói releváns

visszacsatolási lehetőséget, mely az ún. SIFT-leíró használatával jelentős mértékben nö-

veli a keresések eredményességét.[115]
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7.1. Az eredmények hasznosítása, továbbfejlesztési lehetősé-

gek

A szegmentáló és élkereső algoritmusok automatikus paraméterezését megvalósító algoritmus

nem csak képi adatbázisok indexelése esetén használható, hanem más esetekben is, amikor a

felhasználónak nincs lehetősége megállapítani az adott képhez legjobban illeszkedő paraméter

értéket. Az algoritmus hátránya viszont, hogy jelentős futási id̋ot igényel, ami a képi adatbázi-

sok indexelésénél nem probléma, más esetekben viszont problémát jelenthet.

A HOSVD módszer a képfeldolgozás területén széles körben alkalmazható lehet, így pl.

simításra, képek nagyítása esetén interpolációs technikaként, valamint élek detektálására is. A

képi adatbázisok esetében megvizsgálandó, hogy a HOSVD eljárást követ̋oen el̋oálló képre

jellemz̋o ortonormált függvények a kép indexelésére alkalmazhatóke.

Hasonlóan nyitott kérdés még, hogy a HOSVD alapú eljárás lényegkiemelésre, az informá-

ció tömörítésére, valamint a képek osztályozására hatékonyan alkalmazható módszer e.

A kidolgozott súlyozott kvadratikus távolság használatának továbbfejlesztési lehetősége le-

het, ha az alkalmazott színtérben egyenletes eloszlástól eltérő színeloszlást feltételezve az egyes

irányokban más-más súlyokat alkalmazunk.

A skicc alapú rendszerben megvalósított releváns visszacsatolás SIFT leíró használatával

nem csak skicc alapú, hanem általános tartalom alapú kereső rendszerekben is alkalmazható

lehet, de ezzel kapcsolatban kísérleteket még nem végeztem.
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